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Εισαγωγή 

 

Η κατηγοριοποίηση (Classification)[1,2,6] είναι η διαδικασία κατά την οποία αντικείμενα με ίδιες 

ιδιότητες κατατάσσονται στην ίδια κατηγορία. Η ανάγκη του ανθρώπου να κατηγοριοποιήσει 

τις πληροφορίες που δεχόταν από το περιβάλλον του εμφανίστηκε από πολύ νωρίς. Ήδη από 

την αρχαιότητα, ο Αριστοτέλης προσπάθησε να κατηγοριοποιήσει τους ζωντανούς οργανισμούς 

σε φυτά και ζώα και στη συνέχεια αυτές τις δύο κατηγορίες σε επιμέρους υποκατηγορίες. Με 

την πάροδο των χρόνων πολλοί επιστήμονες ασχολήθηκαν με τον τρόπο με βάση τον οποίο 

μπορεί να γίνει αυτή η κατηγοριοποίηση πιο εύκολα, πιο γρήγορα και πιο αποτελεσματικά. 

Μερικοί από τους επιστήμονες είναι ο Ronald Fisher [1], ο David Cox [3,4], ο Vladimir N. Vapnik 

[5], η Corinna Cortes [5]. Επίσης, με το πέρασμα του χρόνου, οι ανάγκες και τα ενδιαφέροντα 

του ανθρώπου εξελίχθηκαν, έτσι η κατηγοριοποίηση των δεδομένων εφαρμόσθηκε σε πολλούς 

και διαφορετικούς κλάδους. Μερικές εφαρμογές αφορούν τον χώρο των Πωλήσεων και του 

Μάρκετινγκ, όπου οι ερευνητές προσπαθούν να αντλήσουν πληροφορίες από τα 

χαρακτηριστικά των καταναλωτών, προκειμένου να τους κατατάξουν σε διαφορετικές, αλλά 

ομοιογενείς ομάδες. Έτσι, η προώθηση των προϊόντων τους θα στοχεύει σε εκείνους τους 

καταναλωτές που είναι πιο πιθανό να αγοράσουν συγκεκριμένα προϊόντα. Με τον τρόπο αυτό 

η πώληση των προϊόντων γίνεται πιο αποτελεσματική και επικερδής. Άλλες εφαρμογές, όπως 

αυτή που θα αναλυθεί σε αυτήν την εργασία, αφορούν τον κλάδο της Ιατρικής, όπου 

εξετάζονται κάποια χαρακτηριστικά των ασθενών, προκειμένου να διαγνωστεί αν ο ασθενής 

είναι πιθανό να πάσχει στο παρόν ή στο μέλλον από κάποια ασθένεια.  

Όπως προαναφέρθηκε, σε ένα πρόβλημα κατηγοριοποίησης δεδομένων το ζητούμενο είναι να 

διαχωριστούν τα δεδομένα σε διάφορες κατηγορίες, ώστε να προκύψουν ομοιογενείς ομάδες 

αυτών. Εκτός από τον ορισμό των κλάσεων στις οποίες θα ομαδοποιηθούν τα δεδομένα, 

προκειμένου να γίνει ο διαχωρισμός τους, θα πρέπει να ληφθούν υπόψη κάποια 

χαρακτηριστικά τους. Έτσι, ανάλογα με τις τιμές που παίρνουν τα συγκεκριμένα χαρακτηριστικά 

που εξετάζονται, κατατάσσονται τα δεδομένα σε διάφορες κατηγορίες. Για να μπορέσουν να 

αξιοποιηθούν τα χαρακτηριστικά, των δεδομένων θα πρέπει να βρεθεί μία σχέση που να δείχνει 

τον τρόπο με τον οποίο αυτά τα χαρακτηριστικά καθορίζουν σε ποιά κατηγορία θα ενταχθεί η 

κάθε παρατήρηση. Τη σχέση αυτή προσπαθεί να ‘χτίσει’ ένας αλγόριθμος, ο οποίος παίρνει ως 

δεδομένα τα χαρακτηριστικά των παρατηρήσεων και δίνει ως αποτέλεσμα την κλάση στην 

οποία κατατάσσει τις παρατηρήσεις.  

Αφού ορισθούν τα δεδομένα, επιλέγονται κάποια από αυτά πάνω στα οποία εκπαιδεύεται ο 

αλγόριθμος, που χρησιμοποιείται για την κατηγοριοποίηση των δεδομένων. Τα δεδομένα αυτά 

ονομάζονται training δεδομένα και είναι γνωστή η κατηγορία στην οποία ανήκουν. Δηλαδή, ο 

αλγόριθμος προσπαθεί να μάθει τη σχέση που συνδέει τα χαρακτηριστικά των δεδομένων 

εκπαίδευσης με την κατηγορία στην οποία ανήκουν. Για να εξεταστεί κατά πόσο ο αλγόριθμος 

έχει μάθει τη σχέση αυτή και δεν έχει απλώς ‘αποστηθίσει’ τα δεδομένα χρησιμοποιείται ένα 

δεύτερο σύνολο δεδομένων, τα δεδομένα ελέγχου, τα οποία ορίζονται με τον ίδιο τρόπο που 



2 
 

ορίζονται τα δεδομένα εκπαίδευσης. Με την εφαρμογή του μοντέλου, που δημιουργείται από 

τα δεδομένα εκπαίδευσης στα δεδομένα ελέγχου, δίνεται η ευκαιρία να εξεταστεί το ποσοστό 

επιτυχούς πρόβλεψης των κλάσεων των παρατηρήσεων του συνόλου των δεδομένων ελέγχου. 

Η κατηγοριοποίηση (Classification) των δεδομένων διαφέρει από την απλή παλινδρόμηση των 

δεδομένων στο ότι η μεταβλητή απόκρισης, που αναφέρεται στις κλάσεις, είναι κατηγορική. 

Αυτό σημαίνει ότι δεν παίρνει συνεχείς τιμές αλλά διακριτές. Στην εργασία αυτή θα εξεταστεί η 

πιο ειδική κατηγορία όπου η μεταβλητή απόκρισης εκτός από κατηγορική είναι και δίτιμη. 

Μερικές από τις μεθόδους που χρησιμοποιούνται για να λύσουν αυτή την μορφή προβλημάτων 

και που θα αναλυθούν στην εργασία αυτή είναι η Λογιστική Παλινδρόμηση[6][8][13], τα 

Classification Trees [12,13,14,15], τα Random Forest [13,19,21], τα Support Vector Machines 

[13,29] και η Linear Discriminant Analysis [13,34,36]. Πιο συγκεκριμένα, στα κεφάλαια 1,2,3,4 

και 5 θα γίνει η παρουσίαση των προαναφερθέντων μεθόδων σε θεωρητικό επίπεδο, ενώ στο 

κεφάλαιο 6 θα αναπτυχθούν συνοπτικά ορισμένες αντιπροσωπευτικές μελέτες αξιολόγησης 

υποδειγμάτων και στο κεφάλαιο 7 θα γίνει η εφαρμογή τους στο σύνολο δεδομένων breast-

cancer-wisconsin-data [7]. Για την εφαρμογή των υποδειγμάτων στα δεδομένα θα 

χρησιμοποιηθεί το Λογισμικό R. Τα αποτελέσματα που προκύπτουν για όλες τις μεθόδους θα 

συγκριθούν μεταξύ τους, ώστε να αξιολογηθούν τα υποδείγματα ως προς την 

αποτελεσματικότητά τους, δηλαδή αν κατηγοριοποιούν ορθά το μεγαλύτερο πλήθος των 

παρατηρήσεων. Για να επιτευχθεί η σύγκριση των υποδειγμάτων των παραπάνω μεθόδων θα 

χρησιμοποιηθούν η καμπύλη ROC [13,40] και ο Confusion Matrix [13,43]. Τέλος, για το θέμα της 

εργασίας αυτής, όσο και για την εφαρμογή του πλαισίου ανάπτυξής της, φρόντισαν οι 

διδάσκοντες του μαθήματος Οικονομετρίας στο ΜΠΣ ΜΑΠ καθηγητής Γεώργιος Δονάτος και Δρ. 

Ευάγγελος Βασιλείου.  
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Κεφάλαιο 1.  

Λογιστική Παλινδρόμηση 

 

Τα μοντέλα παλινδρόμησης αποτελούν ένα πολύ σημαντικό εργαλείο που βοηθά στην ανάλυση 

δεδομένων. Η πιο συνηθισμένη μέθοδος παλινδρόμησης είναι αυτή της γραμμικής 

παλινδρόμησης.  Η Λογιστική Παλινδρόμηση η οποία αναπτύχθηκε από τον D. R. Cox το 1958 

[3,8,9,11], εφαρμόζεται για διακριτή μεταβλητή απόκρισης και συνήθως για δίτιμη, όπως είναι 

και αυτή που θα εξεταστεί στην εργασία αυτή. Στη Λογιστική Παλινδρόμηση για την ταξινόμηση 

της μεταβλητής απόκρισης Y χρησιμοποιείται μία μη γραμμική σχέση, η οποία περιγράφει τη 

συσχέτιση μεταξύ της εξαρτημένης μεταβλητής Y και της ανεξάρτητης μεταβλητής X.  

Για να μελετηθεί η σχέση μεταξύ της μεταβλητής Y και της μεταβλητής X δημιουργείται ένα 

διάγραμμα, όπου ο κάθετος άξονας αντιστοιχεί στην μεταβλητή Y και ο οριζόντιος άξονας 

αντιστοιχεί στην μεταβλητή X.  Στην περίπτωση της δίτιμης μεταβλητής απόκρισης, όπου οι δύο 

πιθανές τιμές της είναι 0 και 1, το διάγραμμα διαμορφώνεται όπως στην Εικόνα 1.1 . 

 

Εικόνα 1.1: Δίτιμη μεταβλητή απόκρισης Y. 
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Παρατηρείται ότι υπάρχει μία διχοτόμηση των δεδομένων είτε στην τιμή 1, είτε στην τιμή 0.  

Για να γίνει πιο εμφανής η δομή των αποτελεσμάτων του παραπάνω διαγράμματος, ο οριζόντιος 

άξονας χωρίζεται σε διαστήματα και υπολογίζεται η μέση τιμή των τιμών της μεταβλητής Y που 

ανήκουν σε κάθε διάστημα. Με τον τρόπο αυτό, υπολογίζεται η μέση τιμή των τιμών της 

μεταβλητής Y δεδομένων των συγκεκριμένων τιμών της μεταβλητής X που βρίσκονται σε κάθε 

διάστημα και συμβολίζεται με E(Y/X). Αν τώρα απεικονιστεί η μέση τιμή E(Y/X) και η μεταβλητή 

X σε ένα νέο διάγραμμα, όπου ο κάθετος άξονας αντιστοιχεί στην E(Y/X) και ο οριζόντιος άξονας 

αντιστοιχεί στην μεταβλητή X, δημιουργείται μία καμπύλη που έχει σχήμα σαν τελικό σίγμα s, 

όπως φαίνεται στο διάγραμμα της Εικόνας 1.2 . 

 

Εικόνα 1.2: Διάγραμμα Ε(Χ/Υ) - Χ. 

 

 

Παρατηρείται ότι, η καμπύλη κινείται ανάμεσα στις τιμές 0 και 1. Αυτό συμβαίνει διότι στην 

ουσία η μέση τιμή E(Y/X) εκφράζει την πιθανότητα η μεταβλητή Y να πάρει μία τιμή δεδομένης 

μίας τιμής της μεταβλητής X , δηλαδή ισχύει 𝑝(𝑋) = 𝐸(𝑌/𝑋).  

Όπως προαναφέρθηκε στη Λογιστική Παλινδρόμηση για να γίνει η ταξινόμηση της μεταβλητής 

απόκρισης Y χρησιμοποιείται μία μη γραμμική σχέση μεταξύ της μεταβλητής Y και της 

μεταβλητής X και η οποία δείχνει τη συσχέτισή τους. Μία από τις σχέσεις που μπορούν να 

χρησιμοποιηθούν είναι αυτή που υποδεικνύεται από την λογιστική κατανομή κι έχει τον 

παρακάτω τύπο: 

E(𝑌/𝑋) =   
𝑒𝛽0+𝛽1𝛸

1+ 𝑒𝛽0+𝛽1𝑋 .                                     (1.1) 
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Για να βρεθούν οι τιμές της μεταβλητής Y θα πρέπει αυτή η σχέση να επιλυθεί. Για τη 

διευκόλυνση των πράξεων η σχέση (1.1) λύνεται ως προς τον παράγοντα 𝑒𝛽0+𝛽1𝛸 και προκύπτει 

ότι: 

𝑝(𝑋)

1−𝑝(𝑋)
= 𝑒𝛽0+𝛽1𝑋                                           (1.2) 

 

Η ποσότητα 
𝑝(𝑋)

1−𝑝(𝑋)
 καλείται odds(X) και παριστάνει το λόγο της πιθανότητας να συμβεί ένα 

γεγονός  δεδομένης μιας τιμής της μεταβλητής X προς την πιθανότητα να μη συμβεί αυτό το 

γεγονός. Οι τιμές που μπορεί να πάρει η μεταβλητή X  είναι από 0 έως ∞ . Για να αποφευχθούν 

οι ακραίες τιμές και για τη διευκόλυνση των πράξεων χρησιμοποιείται ο λογάριθμος της 

ποσότητας αυτής που ονομάζεται logit ή log-odds: 

ln(
𝑝(𝑋)

1−𝑝(𝑋)
) = 𝛽0 + 𝛽1𝛸.                                          (1.3) 

 

Στη σχέση (1.3) το 𝛽1 εκφράζει τη μεταβολή του ln(
𝑝(𝑋)

1−𝑝(𝑋)
)  αν μεταβληθεί κατά μία μονάδα 

ποσότητας η τιμή της μεταβλητής X. Εδώ παρατηρείται ότι το 𝛽1 δεν επηρεάζει άμεσα την 𝑝(𝑋), 

αλλά έμμεσα, μέσω της λογαριθμικής συνάρτησης. Όμως, αφού η λογαριθμική συνάρτηση είναι  

αύξουσα προκύπτει ότι μία αύξηση της τιμής της μεταβλητής X, όντας το 𝛽1 θετικό, θα αυξήσει 

την πιθανότητα εμφάνισης του Y σε σχέση με την πιθανότητα μη εμφάνισής του.  

Για να γίνει πιο άμεσα αντιληπτό πως μια μεταβολή της τιμής της μεταβλητής X μπορεί να 

επηρεάσει την πιθανότητα εμφάνισης της μεταβλητής Y, σε σχέση με την πιθανότητα μη 

εμφάνισής της, χρησιμοποιείται  το odds ratio που συμβολίζεται  OR και έχει τύπο: 

𝑂𝑅 =
𝑜𝑑𝑑𝑠(𝑋 + 1)

𝑜𝑑𝑑𝑠(𝑋)
 

 

    =  
𝑒𝛽0+𝛽1(𝑋+1)

𝑒𝛽0+𝛽1𝑋                                                  1       

 

      = 𝑒𝛽1 .                                                    (1.4) 

 

Στη Λογιστική Παλινδρόμηση η μέθοδος εκτίμησης των 𝛽0 και 𝛽1 είναι αυτή της μέγιστης 

πιθανοφάνειας, απ’ όπου προκύπτουν εκτιμητές 𝛽0̂ και 𝛽1 ̂ με κάποιες επιθυμητές στατιστικές 
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ιδιότητες (αμερόληπτοι, συνεπείς, επαρκείς, αποτελεσματικοί). Η συνάρτηση της 

πιθανοφάνειας εκφράζει την πιθανότητα να προκύψουν οι τιμές των παρατηρούμενων 

δεδομένων, δηλαδή των τιμών των μεταβλητών X και Y που χρησιμοποιήθηκαν στη συνάρτηση. 

Επομένως, ψάχνει να βρει εκείνες τις τιμές (εκτιμήσεις) των 𝛽0 και 𝛽1 που μεγιστοποιούν τη 

συνάρτηση, κι έτσι προκύπτει η συνάρτηση μέγιστης πιθανοφάνειας. Όμως, για να γίνει αυτό 

θα πρέπει να είναι γνωστή η κατανομή της μεταβλητής Y. 

Η κατανομή της δίτιμης μεταβλητής Y όπου οι πιθανές τιμές είναι 0 ή 1 είναι η κατανομή 

Bernoulli, όπου: 

𝑃(𝑌𝑖 = 1) = 𝑝𝑖                                                             (1.5)      

 και         

   𝑃(𝑌𝑖 = 0) = 1 − 𝑝𝑖                                                         (1.6) 

με 𝑝𝑖όπως στην (1.1),  και συνάρτηση πυκνότητας πιθανότητας: 

𝑓𝑖(𝑌𝑖) = 𝑝𝑖
𝑌𝑖(1 − 𝑝𝑖)1−𝑌𝑖 ,           𝑌𝑖 = 0,1   και i= 1,2,….n                       (1.7)  

με n να είναι ο αριθμός που εκφράζει το πλήθος των παρατηρήσεων. 

Θεωρώντας ανεξαρτησία των μεταβλητών 𝛸𝑖 με i= 1,2,….n  και 𝜷 = (𝛽0, 𝛽1) προκύπτει ότι η 

συνάρτηση πιθανοφάνειας είναι το γινόμενο των συναρτήσεων πιθανοφάνειας όλων των 

παρατηρήσεων n, δηλαδή 

𝐿(𝜷) =  ∏ 𝑝(𝑥𝑖)𝑌𝑖𝑛
𝑖=1 [1 − 𝑝(𝑥𝑖)]1−𝑌𝑖                             (1.8)  . 

Επομένως, στόχος είναι να βρεθούν εκείνα τα 𝛽0 και 𝛽1 που μεγιστοποιούν τη συνάρτηση (1.8). 

Για τη διευκόλυνση των πράξεων υπολογίζεται ο λογάριθμος αυτής της συνάρτησης και 

προκύπτει: 

𝑙(𝜷) = ln [𝐿(𝜷)] =  ∑ 𝑌𝑖 ln 𝑝(𝑥𝑖) + (1 − 𝑌𝑖)ln [1 − 𝑝(𝑥𝑖)]

𝑛

𝑖=1

 

              =  ∑ 𝑌𝑖{ln 𝑝(𝑥𝑖) −  ln [1 − 𝑝(𝑥𝑖)]} + 

𝑛

𝑖=1

∑ ln [1 − 𝑝(𝑥𝑖)]

𝑛

𝜄=1

 

   =  ∑ 𝑌𝑖ln (
𝑝(𝑥𝑖)

1 − 𝑝(𝑥𝑖)
) + 

𝑛

𝑖=1

∑ ln [1 − 𝑝(𝑥𝑖)]

𝑛

𝜄=1

                                           (1.9) 

 

Για να βρεθεί η μέγιστη τιμή της παραπάνω συνάρτησης παραγωγίζεται μερικώς ως προς τα 

𝛽0 και 𝛽1.  Οι συναρτήσεις που προκύπτουν είναι οι παρακάτω και εξισώνονται με το μηδέν για 

να βρεθούν τα ακρότατα. 
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∑(𝑦𝑖 − 𝑝(𝑥𝑖))

𝑛

𝑖=1

= 0                                                            (1.10) 

και 

∑ 𝑥𝑖(𝑦𝑖 − 𝑝(𝑥𝑖))

𝑛

𝑖=1

= 0                                                      (1.11) . 

 

Οι  λύσεις αυτών των εξισώσεων δεν είναι γραμμικές οπότε χρειάζονται ειδικές μέθοδοι για την 

επίλυσή τους, που όμως δεν είναι στα πλαίσια της ανάλυσης που γίνεται εδώ. Εντέλει, μόλις 

ολοκληρωθεί και αυτή η επίλυση προκύπτουν τα 𝛽0̂ και 𝛽1 ̂.Στη συνέχεια, υπολογίζεται η  

 

𝑝(𝑋)̂ = E(𝑌/𝑋)̂ =
𝑒𝛽0̂+ 𝛽1̂𝑋

1+ 𝑒𝛽0̂+ 𝛽1̂𝑋
                                  (1.12) 

 

που είναι  η ζητούμενη εκτίμηση της μέσης τιμής της μεταβλητής Y. 

Η απόκλιση της τιμής της μεταβλητής Y από την εκτίμησή της, δηλαδή από την μέση τιμή της 

μεταβλητής Y δεδομένης μιας τιμής της μεταβλητής X, ονομάζεται σφάλμα και συμβολίζεται ε . 

Η μεταβλητή Y συναρτήσει του σφάλματος συμβολίζεται ως εξής; 

 

𝑌 = E(Y / X) + ε                                                          (1.13) 

 

Επομένως, για τα σφάλματα ε ισχύουν οι παρακάτω τιμές: 

 

휀 = {
1 − 𝑝(𝑋),   𝑌 = 1

−𝑝(𝑋), 𝑌 = 0 
,                                                    (1.14) 

 

 

με μέση τιμή:  

Ε(휀) = 0                                                                    (1.15) 

και διασπορά: 



8 
 

V(휀) = [1 − 𝑝(𝑋)]𝑝(𝑋) .                                                 (1.16) 

 

 

Στην πολυμεταβλητή περίπτωση όπου ρ το πλήθος των μεταβλητών και  

 

X= (𝑋1, 𝑋2, … … 𝑋𝜌) και β= (𝛽0, 𝛽1, … , 𝛽𝜌)                                   (1.17) 

 

οι παραπάνω εξισώσεις διαμορφώνονται ως εξής: 

 

𝑝(𝑿) =   
𝑒𝛽0+𝛽1𝛸1+𝛽2𝛸2+⋯+𝛽𝜌𝛸𝜌

1+ 𝑒𝛽0+𝛽1𝛸1+𝛽2𝛸2+⋯+𝛽𝜌𝛸𝜌
                                 (1.18) 

 

και παίρνοντας τα γινόμενα των συναρτήσεων (1.7) και αντικαθιστώντας την (1.18) προκύπτει: 

 

𝐿(𝜷) =  ∏ 𝑝(𝑥𝑖)𝑌𝑖𝑛
𝑖=1 [1 − 𝑝(𝑥𝑖)]1−𝑌𝑖                             (1.19)   

 

𝑙(𝜷) =  ∑ 𝑌𝑖ln (
𝑝(𝑥𝑖)

1 − 𝑝(𝑥𝑖)
) + 

𝑛

𝑖=1

∑ ln [1 − 𝑝(𝑥𝑖)]

𝑛

𝜄=1

                           (1.20) 

 

Παραγωγίζοντας την (1.20) μερικώς, ως προς την κάθε παράμετρο ξεχωριστά, προκύπτουν οι 

παρακάτω ρ+1 συναρτήσεις 

∑(𝑦𝑖 − 𝑝(𝑥𝑖))

𝑛

𝑖=1

= 0                                                          (1.21) 

και 

∑ 𝑥𝑖𝑗(𝑦𝑖 − 𝑝(𝑥𝑖))

𝑛

𝑖=1

= 0      , 𝑗 = 1,2, … . 𝑝                                      (1.22) . 
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Λύνοντας πάλι με κάποια κατάλληλη αριθμητική μέθοδο προκύπτει η εκτίμηση των ρ+1 

παραμέτρων �̂�= (�̂�0,  𝛽1̂, … ,  𝛽�̂�). Μετά την εύρεση των βέλτιστων τιμών των παραμέτρων 

υπολογίζεται η εκτίμηση του Y από τη σχέση (1.18): 

 

�̂�(𝑋) =   
𝑒𝛽0̂+𝛽1̂𝛸1+𝛽2̂𝛸2+⋯+𝛽�̂�𝛸𝜌

1+ 𝑒𝛽0̂+𝛽1̂𝛸1+𝛽2̂𝛸2+⋯+𝛽�̂�𝛸𝜌
                            (1.23). 

 

Όταν υπολογιστούν οι συντελεστές της σχέσης (1.23) θα πρέπει να ελεγχθεί κατά πόσο είναι 

στατιστικά σημαντικοί, δηλαδή κατά πόσο το μοντέλο είναι κατάλληλο για να εφαρμοστεί στα 

δεδομένα. Αυτό επιτυγχάνεται με τρεις βασικούς ελέγχους, τον έλεγχο λόγου πιθανοφανειών, 

τον έλεγχο κατά Wald και τον έλεγχο των scores, που δεν είναι στα πλαίσια αυτής της ανάλυσης.  

Εν κατακλείδι , εξαιτίας της ιδιότητας της συνάρτησης απόκρισης να ανήκει στο διάστημα (0,1), 

η λογιστική παλινδρόμηση είναι μια δημοφιλής μαθηματική μέθοδος μοντελοποίησης που έχει 

τη δυνατότητα εφαρμογής σε αρκετούς τομείς. Ένας από αυτούς είναι ο ιατρικός κλάδος και 

συγκεκριμένα η επιδημιολογία, όπου χρησιμοποιούνται τα χαρακτηριστικά ενός ασθενή, 

προκειμένου να εφαρμοστεί ένα μοντέλο λογιστικής παλινδρόμησης και να τον  κατατάξει σε 

συγκεκριμένη κατηγορία ασθενειών.  
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Κεφάλαιο 2 

Linear Discriminant Analysis 

 

Η Liner Discriminant Analysis (LDA) [34,36,37,38]αποτελεί μία γενίκευση της dichotomous linear 

discriminant  analysis που εισάχθηκε από τον Ronald Fisher [33] το 1936. Η μέθοδος αυτή για να 

ταξινομήσει τη μεταβλητή απόκρισης Y στις διάφορες κατηγορίες χρησιμοποιεί μία γραμμική 

σχέση ή έναν linear classifier όπως αλλιώς ονομάζεται. Όπως και στη Λογιστική Παλινδρόμηση, 

έτσι και στην Linear Discriminant Analysis η σχέση αυτή δείχνει τον τρόπο με τον οποίο σχετίζεται 

η ανεξάρτητη μεταβλητή X με την μεταβλητή απόκρισης Y.  

Στη Λογιστική Παλινδρόμηση η σχέση που χρησιμοποιείται για την ταξινόμηση της μεταβλητής 

απόκρισης Y  εκφράζει την πιθανότητα η μεταβλητή Y να πάρει μία τιμή, δεδομένης μιας τιμής 

της μεταβλητής X. Αν υποτεθεί ότι k είναι η τιμή που λαμβάνει η μεταβλητή Y  και x η τιμή που 

λαμβάνει η μεταβλητή X, τότε υπολογίζεται η δεσμευμένη πιθανότητα: 

𝑃(𝑌 = k / X=x).                                                                    (2.1) 

Η παραπάνω πιθανότητα υπολογίζεται και στην περίπτωση της Linear Discriminant Analysis. Η 

κύρια διαφορά των δύο μεθόδων είναι ότι ενώ στη Λογιστική Παλινδρόμηση η δεσμευμένη 

πιθανότητα (2.1) υπολογίζεται απευθείας, στη Linear Discriminant Analysis πρώτα υπολογίζεται 

η κατανομή της ανεξάρτητης μεταβλητής X και στη συνέχεια η δεσμευμένη πιθανότητα. 

Προκειμένου να γίνει αυτό, χρησιμοποιείται το θεώρημα του Bayes για να μετατρέψει την 

κατανομή της μεταβλητής X σε εκτίμηση της παραπάνω πιθανότητας (2.1). 

Για να οριστεί το θεώρημα του Bayes θα πρέπει πρώτα να καθοριστούν οι παράγοντες που 

συμπεριλαμβάνονται σε αυτό. Έτσι, ορίζεται η κατανομή της μεταβλητής X , που συνήθως είναι 

η κανονική κατανομή, και άρα η συνάρτηση πυκνότητας πιθανότητάς της είναι: 

 

𝑓𝑘(𝑥) =  
1

√2𝜋𝜎𝑘
exp (−

1

2𝜎𝑘
2 (𝑥 − 𝜇𝑘)2)   ,                     (2.2) 

 

με 𝑥 να είναι η τιμή της παρατήρησης που ανήκει στην k κλάση, 𝜇𝑘 η μέση τιμή της κατηγορίας 

k και 𝜎𝑘
2 η διασπορά της κατηγορίας k. Η 𝑓𝑘(𝑥) είναι η εκ των προτέρων πιθανότητα της 

μεταβλητής  X , δηλαδή είναι η πιθανότητα η μεταβλητή X να πάρει την τιμή x  δεδομένου ότι η 

μεταβλητή Y παίρνει την τιμή k και συμβολίζεται: 

𝑓𝑘(𝑥) =  P(X = x/ Y = k).                                              (2.3) 
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Όσο πιο μεγάλη είναι η τιμή της 𝑓𝑘(𝑥), τόσο μεγαλώνει η πιθανότητα η παρατήρηση 𝑥 να 

προέρχεται από την κλάση k. Επίσης, ορίζεται  η 𝜋𝑘  η οποία συμβολίζει την πιθανότητα μία 

παρατήρηση να σχετίζεται με την κλάση k και υπολογίζεται ως το ποσοστό των παρατηρήσεων 

που ανήκουν στην κλάση k. Τέλος, το k παίρνει τιμές από το  σύνολο {1,2,3,……,K} που 

αποτελούν τις διακριτές τιμές που μπορεί να πάρει η μεταβλητή Y. Οπότε, έχοντας καθορίσει 

όλους τους παράγοντες μπορεί να εισαχθεί ο τύπος του θεωρήματος του Bayes: 

𝑝𝑘(𝑋) =P(Y=k/X=x) = 
𝜋𝜅 𝑓𝑘(𝑥)

∑ 𝜋𝑙𝑓𝑙(𝑥)𝐾
𝑙=1

   ,                             (2.4) 

 

ο οποίος υπολογίζει την εκ των υστέρων πιθανότητα μία παρατήρηση 𝑥 να ανήκει στην 

κατηγορία k. Δηλαδή, είναι η πιθανότητα η παρατήρηση 𝑥 να ανήκει στην κλάση k δεδομένης 

της τιμής της μεταβλητής για αυτή την παρατήρηση. Η σχέση (2.4) αποτελεί τον Bayes classifier, 

ο οποίος είναι το μέτρο με βάση το οποίο γίνεται η ταξινόμηση. Αντικαθιστώντας τα 𝑓𝑘(𝑥) και 

𝜋𝑘 στη σχέση (2.4) προκύπτει η τελική μορφή της πιθανότητας 𝑝𝑘(𝑋). Πριν δοθεί ο τελικός 

τύπος της 𝑝𝑘(𝑋)  γίνεται η υπόθεση ότι η τυπική απόκλιση είναι η ίδια σε κάθε κατηγορία, 

δηλαδή ισχύει 𝜎1 = 𝜎2 = ⋯ … … . = 𝜎𝑘 = 𝜎. Έτσι, η σχέση (1.5.4) γίνεται: 

  

𝑝𝑘(𝑥) =  
𝜋𝑘

1

√2𝜋𝜎
exp (−

1

2𝜎2(𝑥−𝜇𝑘)2)

∑ 𝜋𝑙
1

√2𝜋𝜎
exp (−

1

2𝜎2(𝑥−𝜇𝑘)2)𝐾
𝑙=1

    .                  (2.5) 

 

Παίρνοντας το λογάριθμο της σχέσης (2.5) και κάνοντας μερικές πράξεις για διευκόλυνση στους 

υπολογισμούς προκύπτει η linear discriminant function: 

𝛿𝑘(𝜒) = 𝑥 
𝜇𝑘

𝜎2 −  
𝜇𝑘

2

2𝜎2 + log(𝜋𝑘)                              (2.6) 

 

Η σχέση (2.6) είναι υπεύθυνη για τον χαρακτηρισμό ‘linear’ στην ονομασία της μεθόδου, αφού 

αποτελεί γραμμική σχέση ως προς το 𝑥 . Μεγιστοποιώντας τη σχέση αυτή ως προς το k, 

προκύπτει η επικρατέστερη κατηγορία k για την ταξινόμηση της 𝑥.   

Για να υπολογιστεί η σχέση (2.6) θα πρέπει να εκτιμηθούν οι παράμετροι 𝜇𝑘  , 𝜎𝑘, και 𝜋𝑘 , όπως 

φαίνεται παρακάτω: 
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𝜇�̂� =  
1

𝑛𝑘

∑ 𝑥𝑖

𝑖:𝑦𝑖=𝑘

  ,                                                       (2.7) 

 

όπου 𝜇�̂� είναι ο μέσος όρος όλων των παρατηρήσεων από την k κλάση ,  

�̂�2 =  
1

𝑛 − 𝐾 
 ∑ ∑ (𝑥𝑖 − 𝜇�̂�) 2

𝑖:𝑦𝑖=𝑘

𝐾

𝑘=1

     ,                                     (2.8) 

 

όπου �̂�2 είναι ο σταθμισμένος μέσος όρος των δειγματικών διασπορών από κάθε κλάση k, και  

𝜋�̂� =  
𝑛𝑘

𝑛
  ,                                                          (2.9) 

 

όπου 𝜋�̂� είναι η αναλογία των παρατηρήσεων που ανήκουν στην k κλάση. Με n συμβολίζεται ο 

συνολικός αριθμός των παρατηρήσεων και 𝑛𝑘 ο αριθμός των παρατηρήσεων στην k κλάση. Για 

κάθε κλάση k επιπλέον ισχύει: 

∑ 𝜋𝑘

𝐾

𝑘=1

= 1                                                           (2.10) 

 

Αντικαθιστώντας επομένως, τις εκτιμήσεις (2.7), (2.8), και (2.9) στη σχέση (2.6) προκύπτει η 

πιθανότητα η παρατήρηση   𝑥 να ανήκει στην κατηγορία k. Για να αποφασιστεί όμως, ποια 

κατηγορία από τις {1,2,3,……, K} είναι η επικρατέστερη υπολογίζεται η σχέση (2.6) για όλα τα k 

και αυτό για το οποίο η σχέση (2.6) μεγιστοποιείται αποτελεί την κατηγορία στην οποία θα 

πρέπει να γίνει η κατηγοριοποίηση της παρατήρησης 𝑥.  

Εκτός, από την κατηγοριοποίηση της 𝑥 στην κατάλληλη κατηγορία, είναι επίσης πολύ σημαντικό 

για να είναι πιο αξιόπιστη αυτή η ταξινόμηση, οι διάφορες κατηγορίες να είναι διακριτές μεταξύ 

τους. Αυτό είναι απαραίτητο, διότι προσδίδει ακόμα ένα στοιχείο ακρίβειας στην πρόβλεψη που 

γίνεται. Ο διαχωρισμός των κλάσεων επιτυγχάνεται με τη δημιουργία συνόρων ανάμεσά τους. 

Το  σύνορο απόφασης ανάμεσα για παράδειγμα στις κλάσεις k και l προκύπτει λύνοντας την 

παρακάτω σχέση: 

{ 𝑥: 𝛿𝑘(𝑥) = 𝛿𝑙(𝑥)}                                             (2.11) 
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Στην πολυμεταβλητή περίπτωση η μεταβλητή 𝛸 παίρνει τη μορφή  𝛸 = (𝛸1, 𝛸2, … . , 𝛸𝜌), όπου ρ 

είναι το πλήθος των μεταβλητών και η κατανομή της είναι η πολυμεταβλητή Gaussian κατανομή. 

Η  Gaussian κατανομή προκύπτει, διότι κάθε 𝛸𝑖 ακολουθεί κανονική κατανομή. Η μέση τιμή 

κάθε κλάσης αποτελεί ένα διάνυσμα και η διακύμανσή της προκύπτει από τον πίνακα 

συνδιακυμάνσεων, εξαιτίας της συσχέτισης μεταξύ των μεταβλητών. Ο συμβολισμός ότι μία ρ- 

διάστατη τυχαία μεταβλητή 𝛸 ακολουθεί την Gaussian κατανομή είναι: 

Χ ~ Ν(μ, Σ) ,                                                                     (2.12) 

όπου μ είναι μέση τιμή και αποτελεί ένα διάνυσμα από ρ στοιχεία και Σ είναι η διασπορά και 

αποτελεί τον πίνακα ρ × ρ των συνδιακυμάσεων της μεταβλητής 𝛸. Η συνάρτηση πυκνότητας 

της πολυμεταβλητής Gaussian κατανομής είναι: 

𝑓(𝑥) =  
1

√2𝜋
𝜌

√|𝛴|
exp (−

1

2
(𝑥 − 𝜇)𝑇  𝛴−1(𝑥 − 𝜇)            (2.13) 

 

Θα πρέπει να διευκρινιστεί εδώ πως  κάθε κλάση k που θεωρείται, χαρακτηρίζεται από μία μέση 

τιμή 𝜇𝑘, ενώ ο πίνακας Σ των συνδιακυμάνσεων είναι κοινός σε όλες τις κλάσεις. Κάνοντας 

πράξεις όπως και στην μονομεταβλητή περίπτωση προκύπτει ότι  μία παρατήρηση 

κατηγοριοποιείται σε εκείνη την κατηγορία για την οποία η συνάρτηση 𝛿𝑘 παίρνει την 

μεγαλύτερη τιμή. Ο τύπος της 𝛿𝑘 παίρνει την παρακάτω μορφή: 

𝛿𝑘(𝑥) =  𝑥𝑇𝛴−1𝜇𝑘 −
1

2
𝜇𝑘

𝑇  𝛴−1𝜇𝑘 + 𝑙𝑜𝑔𝜋𝑘                   (2.14) 

 

Πάλι, θα πρέπει να υπολογιστούν οι εκτιμήσεις των επιμέρους παραμέτρων 

 𝜇1 ,̂ 𝜇2 ,̂ … , 𝜇�̂� ,   𝜋1 ,̂  𝜋2 ,̂ , … . . 𝜋𝑘 ,̂  και 𝛴,̂ με ανάλογο τρόπο όπως και στη μονομεταβλητή 

περίπτωση.  

Στην Linear Discriminant Analysis, όπως και σε κάθε άλλη μέθοδο ταξινόμησης, υπάρχει ο 

κίνδυνος του overfitting. Το overfitting των δεδομένων εξαρτάται από τον αριθμό των 

παραμέτρων ενός μοντέλου και προκύπτει όταν το μοντέλο που κάνει την πρόβλεψη δεν 

μαθαίνει να γενικεύει τη μέθοδο στα χρησιμοποιούμενα δεδομένα, αλλά τα αποστηθίζει. Έτσι, 

ενώ φαίνεται να έχει πολύ καλή εφαρμογή στα δεδομένα, όταν εφαρμοστεί σε καινούρια 

δεδομένα θα αποτύχει να κάνει μία αξιόλογη πρόβλεψη. Στην περίπτωση της Linear 

Discriminant Analysis για να αποφευχθεί κάτι τέτοιο θα πρέπει ο αριθμός των παρατηρήσεων n 

να είναι αρκετά μεγαλύτερος από το πλήθος των μεταβλητών ρ.  

Εκτός από το overfitting θα πρέπει επίσης να αποφευχθούν και τα σφάλματα. Όσο μικρότερα 

είναι τα σφάλματα τόσο καλύτερη είναι και η πρόβλεψη. Οι όροι sensitivity ( ευαισθησία ) και 

specificity ( ειδικότητα) είναι δύο παράγοντες που χαρακτηρίζουν το κατά πόσο είναι καλή η 
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πρόβλεψη ή όχι, με βάση το πόσο μεγάλα είναι τα σφάλματα που γίνονται ή όχι. Ο παράγοντας 

sensitivity αποτελεί το ποσοστό των παρατηρήσεων που κατηγοριοποιούνται ορθά. Ο 

παράγοντας specificity δεν χρησιμοποιείται απευθείας, αλλά χρησιμοποιείται το 

συμπληρωματικό του μέγεθος, το  1-specificity και αποτελεί το ποσοστό των λάθος 

παρατηρήσεων που κατηγοριοποιήθηκαν ορθά. Επομένως, όσο μικρότερο είναι το μέγεθος 1-

specificity, τόσο βελτιώνεται και η πρόβλεψη που γίνεται.  

Όπως αναφέρθηκε και παραπάνω, η Linear Discriminant Analysis [35] έχει πολλά κοινά με την 

Λογιστική Παλινδρόμηση, παρ’ όλα αυτά σε κάποιες περιπτώσεις υπερτερεί. Ένα από τα 

πλεονεκτήματά της λοιπόν, είναι ότι όταν οι κλάσεις είναι καλά διαχωρισμένες οι εκτιμήσεις 

των παραμέτρων είναι πιο σταθερές σε σχέση με αυτές της Λογιστικής Παλινδρόμησης. Επίσης, 

αν ο αριθμός των παρατηρήσεων είναι μικρός και οι κατανομές των μεταβλητών είναι οι 

κανονικές τότε είναι πάλι πιο σταθερή από τη Λογιστική Παλινδρόμηση. Συμπεραίνουμε 

επομένως, ότι κάτω από κάποιες βασικές προϋποθέσεις η Linear Discriminant Analysis αποτελεί 

μια αξιόπιστη και αποτελεσματική μέθοδο διαχείρισης δεδομένων. 
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Κεφάλαιο 3 

Classification Tree 

 

Τα Δέντρα Αποφάσεων (Decision Trees) [14,15]αποτελούν μία μη παραμετρική μέθοδο για την 

διαχείριση δεδομένων και ανακαλύφθηκαν από τον Leo Breiman και τους συνεργάτες του το 

1984 [12]. Ονομάστηκαν έτσι εξ αιτίας της δομής που έχουν, η οποία μοιάζει πολύ με ένα 

ανάποδο δέντρο (Εικόνα 3.1).  

 

Εικόνα 3.1: Ένα παράδειγμα Decision Tree. 

 

 

Η κύρια ιδέα πίσω από αυτή τη μέθοδο  είναι ο διαδοχικός διαχωρισμός των δεδομένων σε 

ολοένα και μικρότερες κατηγορίες. Έτσι σταδιακά προκύπτει η τελική τιμή πρόβλεψης. 

Ένα Δέντρο Απόφασης (Εικόνα 3.2) ξεκινάει από την κορυφή του δέντρου με τον δειγματικό 

χώρο, όπου είναι συγκεντρωμένα όλα τα δεδομένα. Στη συνέχεια, διαχωρίζει τον δειγματικό 

χώρο σε δύο μικρότερους υποχώρους ή αλλιώς περιοχές όπως ονομάζονται. Έπειτα, κάθε ένας 

από αυτούς τους δύο υποχώρους διασπάται σε δύο μικρότερους με βάση κάποιο κριτήριο 

διαχωρισμού. Κάθε φορά που γίνεται ένας διαχωρισμός δημιουργείται ένας κόμβος και από τον 

κόμβο αυτό προκύπτουν δύο νέα ‘φύλλα’ του δέντρου, δηλαδή δύο μικρότερες υποπεριοχές. 

Τα ‘κλαδιά’ είναι οι γραμμές που συνδέουν τα φύλλα με τον κόμβο από τον οποίο προέκυψαν. 

Η διαδικασία αυτή επαναλαμβάνεται σταδιακά μέχρι να προκύψουν οι τελικές τιμές 

πρόβλεψης, οι οποίες αποτελούν τους τερματικούς κόμβους. Η τελική τιμή πρόβλεψης 
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υπολογίζεται ως ο μέσος όρος (Regression Trees) ή ως η επικρατούσα τιμή (Classification Trees) 

[16,17,20,21] των τιμών πρόβλεψης που ανήκουν στην ίδια περιοχή. Η διαδικασία αυτή 

φαίνεται καλύτερα στο ακόλουθο σχήμα. 

 

Εικόνα 3.2: Decision Tree. 

  

 

Οι δύο παράγοντες που είναι πιο σημαντικοί σε ένα Δέντρο Απόφασης αφορούν στους κανόνες 

που χρησιμοποιούνται για να διαχωρίσουν μια περιοχή σε μικρότερες, και αυτούς που 

χρησιμοποιούνται για να σταματήσουν τη διαδικασία του διαχωρισμού. Ο πρώτος κανόνας 

καθορίζει ποια κατηγοριοποίηση θα εφαρμοστεί σε κάθε στάδιο, δηλαδή ποιο κριτήριο θα 

χρησιμοποιηθεί για να διαμοιράσει τα δεδομένα στις επιμέρους υποπεριοχές. Εδώ, θα πρέπει 

να διευκρινιστεί ότι το κριτήριο που ορίζεται σε έναν νέο κόμβο βασίζεται σε διαφορετική κάθε 

φορά μεταβλητή. Ο δεύτερος κανόνας προσδιορίζει ποιο θα είναι το τελευταίο στάδιο που θα 

εφαρμοστεί η κατηγοριοποίηση. 

Ένα κριτήριο που υποδεικνύει το πώς θα γίνει η κατηγοριοποίηση είναι το πόσο ‘καθαρή’ είναι 

η κάθε κατηγορία. Η ‘καθαρότητα’ μιας περιοχής προσδιορίζεται  από την ομοιογένεια των 

αποτελεσμάτων που εμφανίζονται σε αυτή. Δηλαδή, μία περιοχή είναι ομοιογενής όταν 

περιέχει ένα πλειοψηφικό ποσοστό παρατηρήσεων που δίνουν την ίδια τιμή πρόβλεψης. 

Υπάρχουν τρεις τρόποι να ελεγχθεί η ‘καθαρότητα’ των περιοχών σε ένα Classification Tree και 

αυτοί είναι το classification error rate, το Gini index και το cross – entropy.  
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Σε ένα Δέντρο Απόφασης  ενδιαφέρον δεν παρουσιάζει μόνο να προβλεφθεί  η περιοχή στην 

οποία καταχωρείται μια παρατήρηση  και η πρόβλεψη την  οποία δίνει σαν αποτέλεσμα, αλλά 

είναι σημαντικό να υπολογιστεί και η αναλογία των ομοιογενών παρατηρήσεων που ανήκουν 

σε αυτή την περιοχή. Κάτι τέτοιο βοηθάει στον προσδιορισμό του classification error rate, αφού 

ορίζεται σαν το ποσοστό των παρατηρήσεων της περιοχής που δεν ανήκουν στην πιο κοινή τιμή 

πρόβλεψης, δηλαδή την πιο κοινή κλάση. Ο τύπος του είναι ο παρακάτω: 

𝐸 = 1 − max
𝑘

(𝑝𝑚𝑘 )̂     ,                                                       (3.1) 

όπου το 𝑝𝑚�̂� είναι η αναλογία των παρατηρήσεων στην m περιοχή που ανήκουν στην k κλάση. 

Παρόλα αυτά, το classification error rate δεν επηρεάζεται από το μήκος του δέντρου. Επομένως, 

στην πράξη για την αξιολόγηση της κατηγοριοποίησης προτιμώνται τα δύο άλλα κριτήρια, το  

Gini index και το cross – entropy. 

Το Gini index δίνεται από τον τύπο: 

𝐺 =  ∑ 𝑝𝑚𝑘  ̂

𝐾

𝑘=1

(1 − 𝑝𝑚𝑘  ̂)   .                                                       (3.2) 

 

Είναι  ένα μέτρο της συνολικής διακύμανσης στις Κ κλάσεις, όπου K είναι το πλήθος των 

κλάσεων. Το G παίρνει μικρές τιμές αν τα 𝑝𝑚𝑘  ̂  είναι κοντά στο μηδέν ή το ένα. Μια μικρή τιμή 

δείχνει ότι στην περιοχή εμφανίζονται κυρίως παρατηρήσεις από μια μόνο κλάση. Το γεγονός 

αυτό κάνει την περιοχή να είναι πιο ομοιογενής και άρα πιο ‘καθαρή’.  Αυτή είναι και η αιτία 

που αναφέρεται και ως ένα μέτρο για την ‘καθαρότητα’ του κόμβου.  

Το cross – entropy δίνεται από τον τύπο:  

𝐷 =  − ∑ 𝑝𝑚𝑘  ̂

𝐾

𝑘=1

𝑙𝑜𝑔𝑝𝑚𝑘  ̂                                                        (3.3) 

 

Αν ισχύει 0≤ 𝑝𝑚𝑘  ̂ ≤ 1 , τότε συνεπάγεται ότι 0≤- 𝑝𝑚𝑘  ̂l𝑜𝑔𝑝𝑚𝑘  ̂ . Το D παίρνει τιμές κοντά στο 0 

όταν τα 𝑝𝑚𝑘  ̂  είναι κοντά στο μηδέν ή στο ένα. Επομένως, αντίστοιχα με το Gini index θα πάρει 

μικρή τιμή αν η m περιοχή είναι ‘καθαρή’ Προκύπτει ότι το Gini index και το cross- entropy 

παίρνουν παρόμοιες τιμές. 

Όπως αναφέρθηκε και προηγουμένως, σε ένα Classification Tree για να γίνει ο διαχωρισμός της 

κάθε περιοχής σε επιμέρους υποπεριοχές χρησιμοποιούνται τα τρία κριτήρια που 

περιεγράφηκαν παραπάνω, δηλαδή το classification error rate, το Gini index και το cross-

validation. Όποιο κριτήριο και να χρησιμοποιηθεί η διαδικασία είναι η εξής: 
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 Έστω ένα σύνολο παρατηρήσεων σε μια περιοχή και έστω ένα από τα παραπάνω τρία 

κριτήρια.  

 Για να διασπαστεί η περιοχή σε δύο μικρότερες υποπεριοχές επιλέγεται μία μεταβλητή 

που θα χρησιμοποιηθεί ως συνθήκη διαχωρισμού. Δηλαδή, επιλέγεται μία 𝑋𝑗, j= 1,2,…..ρ 

και ένα s τέτοια ώστε, να προκύπτουν οι δύο υποπεριοχές { X/ 𝑋𝑗 < s} και { X/ 𝑋𝑗 > s}.   

 Η επιλογή αυτής της μεταβλητής 𝑋𝑗 και της τιμής s γίνεται με βάση το κριτήριο που 

επιλέχθηκε από τα παραπάνω. Πιο συγκεκριμένα, από όλες τις μεταβλητές 𝑋1, ……, 𝑋𝜌 

και όλες τις δυνατές τιμές του s, επιλέγονται εκείνες που με βάση το χρησιμοποιούμενο 

κριτήριο δίνουν την καλύτερη τιμή.  

 Η ανωτέρω διαδικασία επαναλαμβάνεται σε κάθε κόμβο μέχρι να προκύψει ο 

τελευταίος κόμβος και η τελική τιμή πρόβλεψης. Το ποιος θα είναι ο τελευταίος κόμβος, 

καθορίζεται πάλι από τα ανωτέρω τρία κριτήρια με βάση την καλύτερη τιμή πρόβλεψης. 

Για να αναπτυχθεί το δέντρο χρησιμοποιούνται κάποιες παρατηρήσεις που βοηθούν στη 

δημιουργία του. Καθώς το δέντρο αναπτύσσεται και γίνονται οι διαδοχικοί διαχωρισμοί των 

δεδομένων σε επιμέρους περιοχές και υποπεριοχές, υπάρχει ο κίνδυνος να δημιουργηθεί 

misclassification, δηλαδή λάθος ταξινόμηση των δεδομένων. Αυτή η απόκλιση υπολογίζεται από 

τον τύπο: 

 

−2 ∑ ∑ 𝑛𝑚𝑘 log  𝑝𝑚�̂�

𝑘𝑚

                                                    (3.4) 

 

και καλείται training rate. Το  𝑛𝑚𝑘  είναι το πλήθος των παρατηρήσεων στον m τερματικό κόμβο 

που ανήκουν στην k κλάση και όπως αναφέρθηκε παραπάνω, το 𝑝𝑚�̂� είναι η αναλογία των 

παρατηρήσεων στην m περιοχή που ανήκουν στην k κλάση. Μια μικρή απόκλιση, δηλαδή μία 

μικρή τιμή της σχέσης (3.4) υποδηλώνει ότι το δέντρο που δημιουργήθηκε έχει καλή εφαρμογή 

πάνω στα δεδομένα που χρησιμοποιήθηκαν για να το εκπαιδεύσουν.  

Μόλις κατασκευαστεί το δέντρο με τα παραπάνω δεδομένα, χρησιμοποιείται ένα διαφορετικό 

σύνολο δεδομένων προκειμένου να αξιολογηθεί κατά πόσο το δέντρο δίνει αξιόπιστη πρόβλεψη 

ή όχι. Στην περίπτωση που το δέντρο είναι περισσότερο πολύπλοκο από ότι πρέπει η αξιολόγηση 

αυτή θα είναι πολύ χαμηλή και θα συνοδεύεται από μεγάλη διακύμανση των τιμών των 

αποτελεσμάτων. Επομένως, δεν θα δίνεται ικανοποιητική ερμηνεία των αποτελεσμάτων, 

δηλαδή δεν θα γίνεται ορθή κατηγοριοποίηση. Κάτι τέτοιο υποδηλώνει ότι κάποιοι κόμβοι 

προκαλούν θόρυβο στα δεδομένα, δηλαδή τα ‘παραμορφώνουν’ δημιουργώντας λανθασμένα 

αποτελέσματα. Η αφαίρεσή τους λοιπόν, θα βοηθήσει στην αύξηση της ακρίβειας της 

πρόβλεψης. Αυτό μπορεί να επιτευχθεί με τη διαδικασία του κλαδέματος του δέντρου. 

Στόχος του κλαδέματος [19] του δέντρου είναι να μειωθεί το μέγεθός του και ταυτόχρονα η 

πολυπλοκότητά του. Καθώς θα μειώνεται η πολυπλοκότητα, θα μειώνεται και το ποσοστό των 
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λάθος κατηγοριοποιημένων παρατηρήσεων που χρησιμοποιούνται για να αξιολογήσουν το 

μοντέλο. Μια από τις μεθόδους που μπορούν να χρησιμοποιηθούν για την εκτίμηση του 

ποσοστού αυτού και να καθορίσει το σωστό επίπεδο της πολυπλοκότητας του δέντρου είναι η 

μέθοδος cost complexity pruning. Με την μέθοδο αυτή προκύπτει μία σειρά από υποδέντρα που 

υποδεικνύονται από μια μη αρνητική παράμετρο α. Για κάθε τιμή της παραμέτρου α προκύπτει 

ένα υποδέντρο τέτοιο ώστε η παρακάτω ποσότητα να είναι όσο μικρότερη γίνεται: 

 

∑ ∑ (𝑦𝑖 −  𝑦𝑅𝑚
)̂2

𝑖:𝑥𝑖 ⋲𝑅𝑚

|𝑇|

𝑚=1

+ 𝛼|𝑇|    .                                  (3.5) 

 

Το |Τ| υποδεικνύει τον αριθμό των τερματικών κόμβων του δέντρου Τ, το 𝑅𝑚 την περιοχή που 

ανήκει ο κόμβος m, 𝑦𝑖 είμαι η τιμή πρόβλεψης για την μεταβλητή i και το  𝑦𝑅�̂�
 την τιμή 

πρόβλεψης που σχετίζεται με την 𝑅𝑚 περιοχή. Το  𝑦𝑅�̂�
 υπολογίζεται ως η μέση τιμή των 

παρατηρήσεων που ανήκουν στην 𝑅𝑚 περιοχή. Το α αποτελεί έναν έλεγχο μεταξύ την 

πολυπλοκότητας του δέντρου και της εφαρμογής  του στα δεδομένα εκπαίδευσης. Όταν ισχύει 

α=0, τότε το υποδέντρο ταυτίζεται με το αρχικό και η σχέση (3.5) δίνει το ποσοστό των λάθος 

κατηγοριοποιήσεων που γίνεται στα δεδομένα εκπαίδευσης. Όσο αυξάνεται το α και η τιμή της 

σχέσης (3.5),  τόσο μειώνεται και ο αριθμός των τερματικών κόμβων. Εντέλει, το α επιλέγεται 

με cross-validation και μόλις επιλεχθεί υπολογίζεται το δέντρο που αντιστοιχεί σε αυτή την τιμή. 

Τα Δέντρα Απόφασης όπως και κάθε άλλη μέθοδος παρουσιάζουν κάποια πλεονεκτήματα και 

κάποια μειονεκτήματα. Τα πλεονεκτήματά τους είναι η ευκολία με την οποία μπορούν να 

αναπαρασταθούν, γεγονός που κάνει την ερμηνεία τους πιο αποτελεσματική και εύκολη. Ένα 

επιπλέον θετικό τους στοιχείο είναι ο τρόπος που δομούνται, ο οποίος μοιάζει αρκετά με τον 

τρόπο που σκέφτεται ο ανθρώπινος εγκέφαλος κι έτσι γίνονται πολύ εύχρηστα. Από την άλλη 

μεριά, ένα από τα μειονεκτήματά τους αποτελεί το γεγονός ότι δεν παρουσιάζουν μεγάλη 

ακρίβεια όσο αφορά τις προβλέψεις που κάνουν. Παρ’ όλα αυτά γίνεται εμφανής η μεγάλη 

εφαρμογή τους στους πολλούς τομείς όπως αυτοί της ιατρικής, της πληροφορικής και της 

ψυχολογίας.  
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Κεφάλαιο 4 

Random Forest 

 

Η γενική φιλοσοφία των Random Forest [22,24,25,26,27,28] , (Εικόνα 4.1) είναι η κατασκευή 

πολλών δέντρων απόφασης (Classification Trees),  τα οποία συμβάλλουν όλα στη δημιουργία 

του υποδείγματος που θα δώσει την τελική πρόβλεψη. Εξού, και ο δεύτερος όρος ‘δάσος’ στην 

ονομασία τους. Χαρακτηρίζονται τυχαία, εξαιτίας του τρόπου επιλογής των μεταβλητών και των 

παραμέτρων που χρησιμοποιούνται στην κατασκευή του κάθε δέντρου. Δηλαδή, κάθε δέντρο 

απόφασης χρησιμοποιεί ένα τυχαίο υποσύνολο από τα δεδομένα προκειμένου να κάνει μια 

πρόβλεψη. Από όλες τις τιμές πρόβλεψης που προκύπτουν, σαν τελική ορίζεται εκείνη που 

εμφανίζεται τις περισσότερες φορές. Ο τρόπος με τον οποίο απεικονίζονται φαίνεται στην 

Εικόνα 4.1 . 

 

Εικόνα 4.1: Random Forest. 

 

 

 

Ο αλγόριθμος για την κατασκευή ενός Random Forest αναπτύχθηκε από τους Leo Breiman[1] 

και  Adele Cutter[2] το 2001. Συνδυάζει τη μέθοδο του Breiman για το bagging και την ιδέα της 

τυχαίας επιλογής δεδομένων που εισάχθηκε από τους Ho[3, 4], Amit και Geman[5]. Η ιδέα του 

τυχαίου υποσυνόλου ανήκει στον Ho και επηρέασε πολύ τον σχεδιασμό των Random Forest. Οι 

Amit και Geman εισήγαγαν την ιδέα της αναζήτησης ενός δέντρου απόφασης από ένα τυχαίο 

υποσύνολο δεδομένων που θα χρησιμοποιηθεί στους επιμέρους διαχωρισμούς που 

απαιτούνται για τη δημιουργία του δέντρου.  
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Όπως προαναφέρθηκε, τη βάση για τη δημιουργία των Rrandom Forest αποτελεί η μέθοδος 

bagging που πρωτοεμφανίστηκε από τον Breiman [1]. Το bagging έχει ως στόχο τη δημιουργία 

πολλών δέντρων, όπου για τη δημιουργία του κάθε δέντρου χρησιμοποιούνται διαφορετικές 

παρατηρήσεις. Θεωρώντας έναν πίνακα δεδομένων X, που αποτελείται από ρ μεταβλητές και n 

παρατηρήσεις, για κάθε μεταβλητή δημιουργείται ένα διάνυσμα n παρατηρήσεων 𝑿𝒋 , j = 1,2,…., 

ρ. Έτσι, για τη δημιουργία του κάθε δέντρου χρησιμοποιείται ένα τέτοιο διάνυσμα, το οποίο 

όμως αποτελείται από μικρότερο αριθμό παρατηρήσεων l < n . Από το κάθε δέντρο που 

δημιουργείται προκύπτει μία τιμή πρόβλεψης yi , με i = 1,2,…., l . Οπότε, για την πρόβλεψη 

ορίζεται ένα διάνυσμα Y διάστασης l, το οποίο είναι υποψήφιο για την επιλογή της τελικής τιμής 

πρόβλεψης. Αν υποτεθεί ότι χρειάζεται η κατασκευή Β δέντρων επαναλαμβάνεται η παρακάτω 

διαδικασία Β φορές: 

Για b= 1,2,……,Β 

 Φτιάξε Β διαφορετικά δείγματα 𝑿𝒃 με παρατηρήσεις xij , όπου i = 1,2,….,l και j = 1,2,…., 

ρ και χρησιμοποίησέ τα για τη δημιουργία Β διαφορετικών δέντρων. 

 Με την εφαρμογή των παραπάνω δειγμάτων θα προκύψει μία απόφαση 𝑓𝑏 για κάθε 

δέντρο b. 

Ουσιαστικά από τον παραπάνω αλγόριθμο προκύπτουν οι εκτιμήσεις των αποφάσεων  𝑓�̂�. Στη 

συνέχεια, για να υπολογιστεί η τελική πρόβλεψη υπολογίζεται η μέση τιμή όλων των παραπάνω 

αποφάσεων ως εξής:  

𝑓 =  
1

𝐵
 ∑ 𝑓�̂�

𝐵

𝑏=1

                                                     (4.1) 

 

Όπως αναφέρθηκε και προηγουμένως, στην περίπτωση των κατηγορικών δεδομένων η 𝑓 είναι 

η επικρατούσα απόφαση, δηλαδή αυτή που εμφανίζεται τις περισσότερες φορές.  

Ο αριθμός Β είναι μία ελεύθερη παράμετρος, δηλαδή εξαρτάται από τον τύπο και τον αριθμό 

των δεδομένων και δεν επηρεάζει το overfitting αυτών. Το overfitting των δεδομένων εξαρτάται 

από τον αριθμό των παραμέτρων ενός μοντέλου και προκύπτει όταν το μοντέλο που κάνει την 

πρόβλεψη δεν μαθαίνει να γενικεύει τη μέθοδο στα χρησιμοποιούμενα δεδομένα, αλλά τα 

αποστηθίζει. Έτσι, ενώ φαίνεται να έχει πολύ καλή εφαρμογή στα δεδομένα, όταν εφαρμοστεί 

σε καινούρια δεδομένα θα αποτύχει να κάνει μία αξιόλογη πρόβλεψη. Εμπειρικά έχει 

υπολογιστεί ότι κάθε δέντρο απόφασης χρησιμοποιεί περίπου τα 2/3 των δεδομένων για την 

κατασκευή του. Το 1/3 των δεδομένων που υπολείπεται ονομάζονται out-of-bag δεδομένα και 

χρησιμοποιείται για να αξιολογήσει το δέντρο που κατασκευάστηκε. Η πρόβλεψη για μία 

παρατήρηση μπορεί να δοθεί χρησιμοποιώντας τα δέντρα στα οποία αυτή η παρατήρηση 

ανήκει στα out-of-bag δεδομένα. Με τον τρόπο αυτό υπολογίζονται Β/3 τιμές πρόβλεψης για 



22 
 

την παρατήρηση αυτή, ενώ στόχος είναι να βρεθεί μόνο μία. Έτσι, υπολογίζεται η επικρατούσα 

τιμή πρόβλεψης εξ’ αυτών. Μόλις υπολογιστεί το ΟΟΒ και για τις n παρατηρήσεις, υπολογίζεται 

και το ΟΟΒ Classification error rate. Το ΟΟΒ σφάλμα αυτό είναι μία έγκυρη εκτίμηση του τεστ 

σφάλματος από το  bagging μοντέλο, αφού η απάντηση για κάθε παρατήρηση εκτιμάται από 

εκείνα τα δέντρα που δεν χρησιμοποιούν την παρατήρηση αυτή.  

Η διαδικασία που περιγράφηκε παραπάνω και χρησιμοποιεί την επικρατούσα τιμή των 

αποτελεσμάτων οδηγεί σε ένα καλύτερο υπόδειγμα, διότι με τον τρόπο αυτό μειώνεται η 

διασπορά του υποδείγματος και βελτιώνεται η ακρίβεια της πρόβλεψης. Πιο συγκεκριμένα, αν 

θεωρηθούν n παρατηρήσεις, τότε η διασπορά της κάθε μίας είναι 𝜎2. Αν όμως υπολογιστεί η 

μέση τιμή των παρατηρήσεων, τότε η διασπορά θα είναι 𝜎2/n , δηλαδή μικρότερη. Επιπλέον, με 

τον τρόπο αυτό δεν αυξάνεται η μεροληψία του μοντέλου. Η μείωση της διασποράς και η μη 

αύξηση της μεροληψίας σημαίνουν ότι ενώ σε ένα μόνο δέντρο η πρόβλεψη επηρεάζεται από 

το θόρυβο ( τις μη ορθά κατηγοριοποιημένες παρατηρήσεις) των δεδομένων, στα πολλά 

μεσοσταθμισμένα δέντρα δεν υπάρχει επιρροή. 

Τα Random Forests αποτελούν μια βελτιωμένη εκδοχή του bagging, αφού προσθέτουν ακόμα 

ένα στρώμα τυχαιότητας στην κατασκευή του μοντέλου. Το επιπλέον στρώμα αυτό, εκτός από 

την τυχαία επιλογή παρατηρήσεων, αφορά την τυχαία επιλογή μεταβλητών που πρόκειται να 

χρησιμοποιηθούν στη δημιουργία του κάθε δέντρου. Έτσι, με τον τρόπο αυτό επιτυγχάνεται η 

μη συσχέτιση των επιμέρους δέντρων απόφασης. Αυτό συμβαίνει διότι, τα δέντρα που 

αναπτύσσονται κάθε φορά δεν εξαρτώνται από τα προηγούμενα, αφού κάθε δέντρο 

δημιουργείται από διαφορετικό υποσύνολο παρατηρήσεων και μεταβλητών.  

Πιο συγκεκριμένα, αυτό που τα κάνει να διαφέρουν είναι ότι όταν κατασκευάζεται ένα Random 

Forest σε κάθε δέντρο από τις  ρ μεταβλητές, όπου ρ είναι το πλήθος των μεταβλητών, 

επιλέγεται ένα τυχαίο δείγμα από m μεταβλητές, όπου m είναι ένα υποσύνολο του ρ. Δηλαδή, 

ο αλγόριθμος δεν επιτρέπει καν την επιλογή μιας μεταβλητής περισσότερες φορές από κάποια 

άλλη. Ο λόγος για τον οποίο γίνεται αυτό είναι ότι αν υποτεθεί ότι στο τυχαίο δείγμα του 

δέντρου υπάρχει μια ‘δυνατή’ μεταβλητή και κάποιες άλλες πιο μέτριες, στην περίπτωση των 

bagged δέντρων θα επιλεγεί από τα περισσότερα δέντρα η πιο ‘δυνατή’. Αυτό θα έχει ως 

συνέπεια, τα δέντρα που έδωσαν σαν αποτέλεσμα την πιο δυνατή μεταβλητή να μοιάζουν 

αρκετά μεταξύ τους. Έτσι, θα υπάρχει μεγάλη συσχέτιση μεταξύ αυτών των δέντρων κάτι το 

οποίο είναι επιθυμητό να αποφευχθεί, καθώς δεν επιτυγχάνεται η κατάλληλη μείωση της 

διασποράς που θα οδηγήσει σε περισσότερο ακριβή και αξιόπιστη πρόβλεψη.  

Εξάλλου, αν υπάρχει συνεχώς εναλλαγή των παρατηρήσεων και των μεταβλητών, είναι λιγότερο 

πιθανό να προκύψουν οι ίδιες απαντήσεις, κι έτσι θα αποφευχθεί η συσχέτιση των δέντρων. 

Υπολογίζεται ότι κατά μέσο όρο (p-m)/p από τους διαχωρισμούς που θα πραγματοποιηθούν για 

τη δημιουργία των  δέντρων δεν θα επιλεγεί η ‘δυνατή’ μεταβλητή, αλλά άλλες πιο μέτριες. 

Επίσης, εμπειρικά έχει προκύψει ότι ο αριθμός των μεταβλητών που χρησιμοποιούνται σε κάθε 

διαχωρισμό των δεδομένων για την κατασκευή των διαφορετικών δέντρων, είναι 𝑚 ≈  √𝜌 . 
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Όταν οι παρατηρήσεις είναι συσχετισμένες προτιμάται το m να παίρνει μικρές τιμές. Κι αυτό 

γιατί, όταν το m είναι μικρό μειώνονται όχι μόνο τα τεστ και αλλά και τα ΟΟΒ σφάλματα.  

 Επομένως, από όλα όσα αναφέρθηκαν παραπάνω, βγαίνει το συμπέρασμα ότι η κύρια διαφορά 

μεταξύ του bagging και ενός Random Forest είναι η επιλογή του υποσυνόλου των m μεταβλητών 

στη δεύτερη περίπτωση. Οπότε, το bagging μπορεί να προκύψει σαν μια ειδική περίπτωση 

Random Forest αν θεωρηθεί m = ρ, δηλαδή αν χρησιμοποιηθούν όλες οι μεταβλητές. Άρα, η 

διαδικασία που χρησιμοποιείται στα Random Forest έχει πολλά στοιχεία κοινά με αυτόν του 

bagging. 

Ο αλγόριθμος για την κατασκευή ενός Random Forest συνοψίζεται ως εξής:  

 Από τα αρχικά δεδομένα επέλεξε διαφορετικά δείγματα, όπου το κάθε δείγμα θα 

περιλαμβάνει διαφορετικές παρατηρήσεις από τα δεδομένα. Τα δείγματα αυτά θα 

χρησιμοποιηθούν για τη δημιουργία των επιμέρους δέντρων αποφάσεων. 

 Αν όλες οι μεταβλητές είναι p επέλεξε τυχαία  m  από αυτές για κάθε δέντρο ξεχωριστά, 

όπου το m < ρ .  

 Ο αριθμός m θα πρέπει να παραμείνει σταθερός για την κατασκευή όλων των δέντρων, 

 Με την ολοκλήρωση του κάθε δέντρου θα προβλεφθεί μία τιμή για κάθε ένα από αυτά. 

Η επικρατέστερη τιμή από αυτές αποτελεί την τελική τιμή του Random Forest. 

 

Εν κατακλείδι, τα Random Forest χρησιμοποιούνται για να βελτιώσουν το βαθμό 

κατηγοριοποίησης και το overfitting ενός δέντρου απόφασης χρησιμοποιώντας παράλληλα 

πολλά από αυτά.  Η διαδικασία του bagging που περιλαμβάνουν σε συνδυασμό με την επιλογή 

διαφορετικών τυχαίων υποσυνόλων από τα δεδομένα στο αρχικό στάδιο ανάπτυξης των 

επιμέρους δέντρων έχουν ως αποτέλεσμα την μείωση της διασποράς και επομένως, της 

βελτίωσης της πρόβλεψης. Ένα από τα μειονεκτήματά του είναι ότι παρ’ όλο που ένα Random 

Forest βελτιώνει το επίπεδο κατηγοριοποίησης μιας μεταβλητής, λόγω της χρήσης πολλών 

δέντρων απόφασης είναι δύσκολο να ερμηνευτεί. Παρ’ όλα αυτά τα χαρακτηριστικά που 

διαθέτει την κάνουν να υπερτερεί συγκριτικά με τις μεθόδους της Linear Discriminant Analysis 

και των Support Vector Machines και την κατατάσσουν σε μία από τις πιο σημαντικές μεθόδους 

κατηγοριοποίησης δεδομένων. 
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Κεφάλαιο 5 

Support Vector Machines 

 

Τα Support Vector Machines [31,32]εισήχθησαν πρώτη φορά από τους Vladimir N. Vapnik και 

Alexey Ya. Chervonenkis το 1963 [29] και αποτελούν μια ειδική κατηγορία των Support Vector 

Classifiers. Η εφαρμογή τους περιλαμβάνει τη δημιουργία συνόρων που διαχωρίζουν τις 

διάφορες κατηγορίες μεταξύ τους κι έτσι κατηγοριοποιούν τα δεδομένα σε σχέση με αυτά. Το 

1992 ο Vladimir N. Vapnik μαζί με την Isabelle M. Guyon και τον Bernard E. Boser [30] 

προσάρμοσαν στην προηγούμενη θεωρία τις συναρτήσεις kernel ενώ, το 1993 η θεωρία 

εμπλουτίστηκε ακόμα περισσότερο με τα soft margins από τους Cortes and Vapnik [5].  

Όπως αναφέρθηκε και παραπάνω, τα Support Vector Machines αποτελούν μία ειδικά κατηγορία 

των  Support Vector Classifiers, όπου οι συναρτήσεις που δημιουργούν τα σύνορα μεταξύ των 

επιμέρους κατηγοριών είναι γραμμικές. Αν θεωρηθούν ρ μεταβλητές 𝑋1, 𝑋2, … , 𝑋𝜌 και n 

παρατηρήσεις που πρέπει να κατηγοριοποιηθούν στις κατηγορίες 𝑌𝑖 τότε δημιουργείται ένας 

χώρος διάστασης ρ. Οι Support Vector Classifiers δημιουργούν ένα υπερεπίπεδο, το hyperplane, 

διάστασης ρ-1 που  διαχωρίζει τις παρατηρήσεις ανάλογα με τη θέση τους σε σχέση με αυτό.  

Έτσι, το υπερεπίπεδο του χώρου διάστασης ρ ορίζεται ως 

𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 + … + 𝛽𝜌𝑋𝜌 = 0     ,                                       (5.1) 

Οι παρατηρήσεις κατηγοριοποιούνται με βάση το αν βρίσκονται στην δεξιά ή την αριστερή 

πλευρά του hyperplane, δηλαδή με βάση την ικανοποίηση μίας εκ των παρακάτω ανισώσεων 

𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 +  … + 𝛽𝜌𝑋𝜌 > 0                                            (5.2) 

ή 

𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 + … + 𝛽𝜌𝑋𝜌 < 0                                            (5.3) 

Όταν η τιμή της 𝑓(𝑥) = 𝛽0 + 𝛽1𝑋1 + 𝛽2𝑋2 +  … + 𝛽𝜌𝑋𝜌  είναι μακριά από το 0, σημαίνει ότι το 

σημείο 𝑥 απέχει πολύ από το υπερεπίπεδο, γεγονός που προσδίδει μεγαλύτερη βεβαιότητα 

σχετικά με τη ορθή κατηγοριοποίησή του . Αντιθέτως, αν βρίσκεται πιο κοντά στο 0, τότε η 

κατηγοριοποίησή του είναι πιο αμφίβολη.  

Ανάλογα με την κλίση της f(x) η επιλογή του υπερεπιπέδου μπορεί να ποικίλει (βλπ., Εικόνα 5.1). 

Για να επιλεγεί το πιο αξιόπιστο υπερεπίπεδο, υπολογίζεται η κάθετη απόσταση των 

πλησιέστερων  παρατηρήσεων ως προς αυτό και επιλέγεται το υπερεπίπεδο που επιτρέπει την 

μεγαλύτερη κάθετη απόσταση (βλπ., Εικόνα 5.2). Το τελευταίο ονομάζεται maximal margin 

hyperplane. Η απόσταση που έχει η πλησιέστερη  παρατήρηση x  από το υπερεπίπεδο 

ονομάζεται margin (σύνορο) και συμβολίζεται με Μ. Οπότε, επιλέγεται εκείνο το hyperplane 

που δημιουργεί το μεγαλύτερο σύνορο.  
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Εικόνα 5.1: Διαχωρισμός μεταξύ δύο κλάσεων. 

 

 

Τα σημεία με την μικρότερη κάθετη απόσταση είναι αυτά  που καθορίζουν το margin και 

ονομάζονται support vectors. Επομένως,  οποιαδήποτε μεταβολή τους είναι καθοριστική για το 

σύνορο. Αντίθετα, οι παρατηρήσεις που βρίσκονται μακριά από το σύνορο και το υπερεπίπεδο  

αν μεταβληθούν τα επηρεάζουν σε ελάχιστο ή μηδενικό βαθμό. 

 

Εικόνα 5.2: Υπερεπίπεδο δύο κλάσεων. 
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Ουσιαστικά, για να βρεθεί το καλύτερο maximal margin hyperplane Μ διάστασης p λύνεται το 

παρακάτω πρόβλημα βελτιστοποίησης, όπου επιλέγονται εκείνα τα 𝛽𝑖 που να μεγιστοποιούν το 

σύνορο Μ: 

𝑚𝑎𝑥 𝑀
𝛽0,𝛽1,…𝛽𝑝

                                                   (5.4) 

υπό τις συνθήκες 

 ∑ 𝛽𝑗
2𝑝

𝑗=1 = 1                                                (5.5) 

𝑦𝑖(𝛽𝜊 + 𝛽1𝑥𝑖1 + ⋯ +  𝛽𝑝𝑥𝑖𝑝) ≥ 𝑀 ,   ∀ i =1,……,n                                   (5.6)    

 

Η σχέση (5.5) αποτελεί έναν περιορισμό που επιβεβαιώνει ότι η κάθετη απόσταση δίνεται από 

την εξίσωση  𝑦𝑖(𝛽𝜊 + 𝛽1𝑥𝑖1 + ⋯ +  𝛽𝑝𝑥𝑖𝑝), όπου 𝑦𝑖 είναι η κατηγορία i , ενώ η σχέση  (5.6) όχι 

μόνο εξασφαλίζει ότι οι παρατηρήσεις βρίσκονται στη σωστή πλευρά του υπερεπιπέδου , αλλά 

και του συνόρου.  

Υπάρχουν περιπτώσεις όπου οι παρατηρήσεις δημιουργούν ένα μικρό σύνορο. Το μικρό αυτό 

σύνορο είναι πολύ πιθανό να προκαλεί  λάθος κατηγοριοποίηση των παρατηρήσεων, δηλαδή 

misclassification. Για να μειωθεί το ποσοστό των λάθος κατηγοριοποιήσεων χρησιμοποιείται ο 

soft margin classifier. Αυτό το επιτυγχάνει επιτρέποντας τη μη ορθή κατηγοριοποίηση 

(misclassification)  μερικών παρατηρήσεων, γεγονός που συμβάλει στη αύξηση του συνόρου Μ, 

δηλαδή κάνει το σύνορο πιο ανθεκτικό. Έτσι, το παραπάνω πρόβλημα βελτιστοποίησης γίνεται: 

 

𝑚𝑎𝑥 𝑀
𝛽0,𝛽1,…𝛽𝑝

                                                 (5.7) 

υπό τις συνθήκες 

 ∑ 𝛽𝑗
2𝑝

𝑗=1 = 1                                             (5.8) 

𝑦𝑖(𝛽𝜊 + 𝛽1𝑥𝑖1 + ⋯ +  𝛽𝑝𝑥𝑖𝑝) ≥ 𝑀(1 − 휀𝑖)    ∀ i =1,…, n                              (5.9)    

∑ 휀𝑖  ≤ 𝐶𝑛
𝑖=1      με 휀𝑖 ≥ 0   ∀ i =1,…, n                                     (5.10) 

 

 

Τα  휀𝑖 ονομάζονται slack μεταβλητές (Εικόνα 5.3) και μετράνε το βαθμό στον οποίο έχει γίνει 

λάθος κατηγοριοποίηση της αντίστοιχης παρατήρησης 𝑥𝑖. Αν ισχύει 휀𝑖 = 0 , τότε η παρατήρηση 

𝑥𝑖  βρίσκεται στη σωστή μεριά του συνόρου , ενώ αν 휀𝑖 > 0 βρίσκεται στη λάθος μεριά του 

συνόρου. Αν πάλι ισχύει 휀𝑖 > 1  η μεταβλητή είναι στη σωστή πλευρά του υπερεπιπέδου.  
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Εικόνα 5.3: Slack μεταβλητή. 

 

 

 

Η μη αρνητική παράμετρος C  καθορίζεται μέσω της μεθόδου cross validation (η οποία δεν 

αναλύεται σε αυτή την εργασία) και αποτελεί το όριο των λάθος κατηγοριοποιήσεων που 

επιτρέπονται για τις n παρατηρήσεις, δηλαδή είναι ο βαθμός ανθεκτικότητας του συνόρου. Όταν 

το C είναι ίσο με  0 συνεπάγεται ότι 휀𝑖 = 0 ∀ i =1,…,n , δηλαδή δεν επιτρέπεται καμία 

λανθασμένη κατηγοριοποίηση. Επομένως, προκύπτει το πρόβλημα βελτιστοποίησης του 

maximal margin hyperplane, όπου το υπερεπίπεδο είναι γραμμικό. Αν C > 0 , τότε δεν μπορούν 

πάνω από C παρατηρήσεις να βρίσκονται στη λάθος μεριά του hyperplane, καθώς τότε ισχύει 

휀𝑖 > 1 και θα πρέπει  ∑ 휀𝑖  ≤ 𝐶𝑛
𝑖=1  . Γενικά , όσο το C αυξάνεται τόσο μεγαλύτερη ανεκτικότητα 

υπάρχει στις παραβιάσεις του συνόρου και άρα αυτό γίνεται πιο ευρύ. Οι παρατηρήσεις που 

παραβιάζουν το σύνορο συγκαταλέγονται στους support vectors που σημαίνει ότι όσο 

περισσότερες είναι τόσο περισσότερες παρατηρήσεις καθορίζουν το υπερεπίπεδο και επομένως 

το κάνουν λιγότερο ανεκτικό. Καθώς το C αυξάνεται, αυξάνεται και η μεροληψία των εκτιμητών, 

ενώ παράλληλα μειώνεται η διακύμανση τους. Από την άλλη μεριά, όταν το C μειώνεται 

μειώνονται και οι παραβιάσεις του συνόρου  με αποτέλεσμα να γίνεται πιο στενό. Καθώς το 

σύνορο στενεύει, οι παρατηρήσεις κατηγοριοποιούνται  ορθά σε μεγάλο βαθμό, γεγονός που 

μπορεί να επιφέρει overfitting. Το overfitting συμβαίνει όταν η κατηγοριοποίηση των 

παρατηρήσεων είναι τόσο σωστή, όπου υπάρχει η υποψία ότι το μοντέλο έχει ‘αποστηθίσει’ τις 

παρατηρήσεις και δεν έχει μάθει τη γενική τους συμπεριφορά. Επομένως, αντίθετα με 

παραπάνω το C  μειώνεται, αλλά με τη μεροληψία και τη διακύμανση  να αυξάνονται.   

Για να βελτιωθεί η κατηγοριοποίηση του soft margin εισήχθησαν οι συναρτήσεις kernel. Με τις 

συναρτήσεις kernel το υπερεπίπεδο δεν χρειάζεται να είναι πια μία γραμμική συνάρτηση 1ου 

βαθμού, αλλά μπορεί να είναι μία πιο πολύπλοκη συνάρτηση μεγαλύτερου βαθμού. Η χρήση 

των  συναρτήσεων kernel είναι αυτή που χαρακτηρίζει τα Support Vector Machines. 



28 
 

Μια συνάρτηση kernel είναι της μορφής:  

 𝐾(𝑥𝑖 , 𝑥𝑖
′)                                                         (5.11) 

και αποτελεί  μια γενίκευση εσωτερικών γινομένων. Η πιο απλή μορφή της είναι η παρακάτω:  

𝐾(𝑥𝑖 , 𝑥𝑖
′) =  〈𝑥𝑖 , 𝑥𝑖

′〉 = ∑ 𝑥𝑖𝑗  𝑥𝑖
′
𝑗

𝑝
𝑗=1   ,                               (5.12) 

και αφορά το linear support vector classifier, ο οποίος παίρνει τη μορφή: 

𝑓(𝑥) = 𝛽0 + ∑ 𝑎𝑖〈𝑥𝑖 , 𝑥𝑖
′〉𝑛

𝑗=1    ,                                     (5.13) 

όπου τα 𝑎𝑖  είναι 0 για τα 𝑥𝑖  που δεν αποτελούν support vectors. 

Άλλες πιο πολύπλοκες μορφές που μπορεί να πάρει είναι αυτή της πολυωνυμικής συνάρτησης 

βαθμού d: 

𝐾(𝑥𝑖 , 𝑥𝑖
′) =  (1 + ∑ 𝑥𝑖𝑗  𝑥𝑖

′
𝑗

𝑝
𝑗=1 )𝑑     ,                           (5.14) 

όπου d είναι θετικός ακέραιος αριθμός που επηρεάζει την  ευελιξία του classifier, δηλαδή της 

συνάρτησης που χρησιμοποιείται για να κατηγοριοποιήσει τις παρατηρήσεις. Όταν ισχύει   d >1 

και όσο γενικότερα το d αυξάνεται, τότε το σύνορο γίνεται πιο ευέλικτο κι έτσι ο support vector 

classifier μπορεί να λειτουργήσει και σε μεγαλύτερο χώρο συμπεριλαμβανομένου και αυτού 

των πολυωνύμων d βαθμού. Επομένως, όταν ο support vector classifier συνδυάζεται με μη 

γραμμικές kernel συναρτήσεις όπως η (5.14), η συνάρτηση που προκύπτει είναι γνωστή σαν 

Support Vector Machine. 

Έτσι, αν για παράδειγμα θεωρηθούν πιο σύνθετες συναρτήσεις που να συμπεριλαμβάνουν και 

τις παρακάτω μεταβλητές μεγαλύτερου βαθμού από 1:  

𝑋1, 𝑋1
2, 𝑋2, 𝑋2

2, … . , 𝑋𝑃, 𝑋𝑃
2     , 

τότε το πρόβλημα βελτιστοποίησης από όπου προκύπτουν τα Support Vector Machines γίνεται:  

 

𝑚𝑎𝑥 𝑀
𝛽0,𝛽1,…𝛽𝑝

                                                         (5..15) 

υπό τις συνθήκες 

 ∑ 𝛽𝑗
2𝑝

𝑗=1 = 1                                                   (5.16) 

𝑦𝑖(𝛽0 + ∑ 𝛽𝑗1𝑥𝑗1 + ∑ 𝛽𝑗2𝑥𝑗2
2 𝑝

𝑗=1
𝑝
𝑗=1 ) ≥ 𝑀(1 − 휀𝑖)    ∀ i =1, …, n         (5.17)    

∑ 휀𝑖  ≤ 𝐶𝑛
𝑖=1      με  휀𝑖 ≥ 0   και  ∑ ∑ 𝛽𝑗𝑘22

𝑘=1
𝑝
𝑗=1 = 1   ,      ∀   i =1,…, n         (5.18) 
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Με τις συναρτήσεις των Support Vector Machines επιτρέπεται η αύξηση του χώρου των 

παρατηρήσεων χωρίς να κάνουν το πρόβλημα βελτιστοποίησης μη επιλύσιμο. Άρα, με τον 

τρόπο αυτό επιτυγχάνεται μικρότερο ποσοστό λάθος κατηγοριοποιήσεων, χωρίς παράλληλα να 

επηρεάζει αρνητικά την επιλυσιμότητα του προβλήματος βελτιστοποίησης.  

Μια άλλη γνωστή μορφή συνάρτησης kernel αποτελεί η radial kernel συνάρτηση: 

𝐾(𝑥𝑖 , 𝑥𝑖
′) = exp (−𝛾 ∑ (𝑥𝑖𝑗 − 𝑥𝑖

′𝑗)
2𝑝

𝑗=1 )     ,                     (5.19) 

όπου το γ αποτελεί μια θετική σταθερά. Σε αυτή την περίπτωση, αν θεωρηθεί μια μεταβλητή  x 

η οποία βρίσκεται μακριά από την μεταβλητή 𝑥𝑖  , η απόστασή τους  ∑ (𝑥𝑗 − 𝑥𝑖𝑗 )
2𝑝

𝑗=1  θα είναι 

μεγάλη κι άρα η συνάρτηση kernel θα είναι μικρή. Αυτό σημαίνει ότι η 𝑥𝑖  παίζει ελάχιστο ρόλο 

στην 𝑓(𝑥) , δηλαδή οι παρατηρήσεις που βρίσκονται μακριά από την x δεν επηρεάζουν την 

κατηγοριοποίησή της. Προκύπτει έτσι, ότι η radial kernel συνάρτηση έχει τοπική συμπεριφορά. 

Όσο το γ αυξάνεται η τοπικότητα του Support Vector Machines αυξάνεται οδηγώντας σε 

μεγαλύτερη καμπυλότητα του συνόρου. Παρόλα αυτά αν το γ μεγαλώσει πάρα πολύ η 

𝑓(𝑥) είναι  συνεχώς εκτός της κοντινότερης περιοχής που είναι συγκεντρωμένα τα δεδομένα και 

καταλήγουμε σε overfitting. 

Συμπερασματικά, τα Support Vector Machines εξαιτίας της προσαρμοστικότητάς των μέσα από 

τις συναρτήσεις kernel έχουν τη δυνατότητα εφαρμογής σε πολλά προβλήματα. Αποτελούν 

επομένως, ένα πολύ χρήσιμο εργαλείο στην κατανόηση της συμπεριφοράς των δεδομένων που 

γίνεται μέρα με τη μέρα πιο απαραίτητο στην ανάλυση διάφορων προβλημάτων. 
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Κεφάλαιο 6  

Αντιπροσωπευτικές μελέτες αξιολόγησης υποδειγμάτων 

 

 

Όπως προαναφέρθηκε, ο άνθρωπος από πολύ νωρίς προσπάθησε να αξιολογήσει τις 

πληροφορίες που δέχεται συνεχώς από το περιβάλλον του. Η ανάγκη του αυτή τον οδήγησε 

στην αναζήτηση διάφορων τρόπων που θα μπορούσε να το κατορθώσει αυτό. Ένας από αυτούς 

τους τρόπους ήταν να στραφεί προς την επιστήμη και να βρει πρακτικούς τρόπους προκειμένου 

να μπορέσει να κατηγοριοποιήσει όλα αυτά τα ερεθίσματα και να αντλήσει όσο περισσότερες 

πληροφορίες ήταν δυνατόν. Με την πάροδο των χρόνων έχουν αναπτυχθεί πολλές μέθοδοι 

επεξεργασίας δεδομένων με σκοπό την άντληση πληροφοριών από αυτά. Επομένως, όπως είναι 

αναμενόμενο έχουν γίνει πολλές έρευνες και έχουν γραφτεί πολλές εργασίες που προσπαθούν 

να κατανοήσουν και να εμπλουτίσουν το επιστημονικό υπόβαθρο που βρίσκεται πίσω από την 

ανάλυση δεδομένων. Κάποιες από αυτές τις εργασίες όχι μόνο έχουν σαν αντικείμενο την 

παρουσίαση διάφορων μεθόδων ανάλυσης δεδομένων, αλλά και τη σύγκριση αυτών μεταξύ 

τους. 

Σε αυτό το κεφάλαιο, παρουσιάζονται κάποιες από τις εργασίες που έχουν σαν αντικείμενό τους 

την ανάλυση και την αξιολόγηση διαφόρων μεθόδων ανάλυσης δεδομένων και το επιτυγχάνουν 

αυτό μέσα από τη σύγκριση των μεθόδων μεταξύ τους. Ενδεικτικά κάποιες τέτοιου είδους 

εργασίες είναι οι εξής: η εργασία με τίτλο ‘An Empirical Comparison of Supervised Learning 

Algorithms Using Different Performance Metrics’ των Rich Caruana and Alexandru Niculescu-Mizil 

[46], η ‘Comparison of Classification Methods Based on the Type of Attributes and Sample Size’ 

των Reza Entezari-Maleki, Arash Rezaei, και Behrouz Minaei-Bidgoli [47], η ‘Do we Need Hundreds 

of Classiers to Solve Real World Classication Problems?’ των Manuel Fernandez-Delgado, Dinani 

Amorim, Eva Cernadas και Senen Barro [48], η ‘Empirical Evaluation of an SVM-based Software 

Reliability Model’ των Yasutaka Kamei, Akito Monden και Ken-ichi Matsumoto [49], η 

‘Performance of Three Classification Techniques in Classifying Credit Applications Into Good Loans 

and Bad Loans: A Comparison’ του Mohammad Ali [50], η ‘Prediction of dementia patients: a 

comparative approach using parametric vs. non parametric classifiers’ των Joao Maroco, Dina 

Silva, Manuela Guerreiro, Alexandre de Mendonca και Isabel Santana [51] και τέλος η εργασία 

‘Text Categorization Based on Regularized Linear Classification Methods’των Tong Zhang και 

Frank J. Oles [52].  

Από τις προαναφερθείσες  μελέτες, επιλέχθηκαν τρεις προκειμένου να παρουσιαστούν τα 
αποτελέσματα που προέκυψαν και αφορούν τη σύγκριση και την αξιολόγηση μεθόδων 
ανάλυσης δεδομένων. Οι τρεις εργασίες είναι οι εξής: η εργασία με τίτλο ‘An Empirical 
Comparison of Supervised Learning Algorithms Using Different Performance Metrics’, η ‘Do we 
Need Hundreds of Classiers to Solve Real World Classication Problems?’ και η ‘Prediction of 
dementia patients: a comparative approach using parametric vs. non parametric classifiers’. 
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Κάποιοι από τους λόγους που οδήγησαν στην επιλογή αυτών των εργασιών είναι ότι περιέχουν 
όλες τις μεθόδους που παρουσιάζονται σε αυτή την εργασία, έχουν χρησιμοποιηθεί τα ίδια 
κριτήρια για τη σύγκριση μεταξύ των μεθόδων και τέλος, όλες έχουν εφαρμοστεί σε ιατρικά 
δεδομένα παρόμοια με αυτά που χρησιμοποιούνται και σε αυτή την εργασία. Θα πρέπει να 
διευκρινιστεί ότι η παρουσίαση αυτή θα εστιάσει στα αποτελέσματα που αφορούν τις μεθόδους 
ανάλυσης δεδομένων που αναπτύχθηκαν σε αυτή την εργασία, δηλαδή τα Support Vector 
Machines, τη Linear Discriminant Analysis, τα Random Forests, τα Classification Trees  και τη 
Λογιστική Παλινδρόμηση, όπου γίνεται λόγος για αυτές.  
 
Η εργασία με τίτλο ‘An Empirical Comparison of Supervised Learning Algorithms Using Different 
Performance Metrics’ των Rich Caruana και Alexandru Niculescu-Mizil που πραγματοποιήθηκε 
στο Πανεπιστήμιο Cornell των ΗΠΑ, είναι μία εμπειρική εργασία που αναλύει και συγκρίνει 10 
μεθόδους ανάλυσης δεδομένων. Αυτές είναι τα Support Vector Machines, τα Neural Nets, η 
Λογιστική Παλινδρόμηση, τα Naïve Bayes, το Memory-Based Learning, τα Random Forests, τα 
Decision Trees, τα Bagged Trees, τα Boosted Trees και τα Boosted Stumps.  
Τα κριτήρια που χρησιμοποιήθηκαν για τη σύγκριση των παραπάνω μεθόδων είναι εννιά και 
είναι τα εξής: accuracy, squared error, cross-entropy, ROC Area, F-score, Precision/Recall 
breakeven point, average precision, lift και calibration. Είναι αρκετά σε αριθμό και διαφορετικά 
μεταξύ τους, διότι έχει παρατηρηθεί ότι διαφορετικές μέθοδοι χρησιμοποιούν διαφορετικά 
κριτήρια. Για παράδειγμα, σε αυτή την εργασία αναφέρεται ότι τα Support Vector Machines, τα 
Boosted Trees και τα Boosted Stumps βελτιστοποιούν το κριτήριο accuracy, ενώ τα Neural Nets 
το κριτήριο Squared Error. Ακόμη, είναι σημαντικό να ειπωθεί ότι υπάρχουν κριτήρια που 
αξιολογούν με βάση την τιμή μίας πιθανότητας ή με βάση μια τιμή ενός ορίου. Ένα τέτοιο 
κριτήριο που αξιολογεί με βάση την τιμή μίας πιθανότητας είναι το κριτήριο accuracy, ενώ το 
κριτήριο ROC αξιολογεί με βάση την τιμή ενός ορίου. Επομένως, μέθοδοι που είναι 
σχεδιασμένες να προβλέπουν πιθανότητες θα παρουσιάσουν καλύτερα αποτελέσματα σε 
αντίστοιχα κριτήρια. 
Τα δεδομένα που χρησιμοποιήθηκαν για την εφαρμογή των μεθόδων είναι τα ADULT, COVT, 
LETTER, LTR.p1, LTR.p2, HS, SLAC MEDIS και MG. Τα δύο τελευταία σύνολα προέρχονται από τον 
Ιατρικό κλάδο. Από τα συνολικά 5000 δεδομένα, τα 4000 χρησιμοποιήθηκαν για την εκπαίδευση 
των μοντέλων και τα υπόλοιπα 1000 χρησιμοποιήθηκαν προκειμένου να γίνει η αξιολόγηση των 
μοντέλων και η μεταξύ τους σύγκριση. Παρόλο που ο αριθμός των δεδομένων ήταν μικρός, οι 
διαφορές μεταξύ των μεθόδων έγιναν εμφανείς. Παρατηρήθηκε μάλιστα ότι το πλήθος των 
δεδομένων μπορεί να επηρεάσει κάποια από τα κριτήρια που χρησιμοποιούνται για την 
σύγκριση. Ένα κριτήριο που επηρεάζεται είναι το κριτήριο accuracy, ενώ ένα που δεν 
επηρεάζεται είναι  η περιοχή ROC. Επίσης, δεν παίζει ρόλο μόνο το πλήθος των δεδομένων, αλλά 
και το είδος των δεδομένων. Στην εργασία αναφέρεται ότι τα κριτήρια accuracy και ROC 
παρουσιάζουν μεγαλύτερες τιμές και άρα καλύτερη απόδοση όταν γίνεται εφαρμογή σε ιατρικά 
δεδομένα. 
Από τα γενικότερα συμπεράσματα που αφορούν τις πέντε μεθόδους που αναλύονται σε αυτή 
την εργασία, προκύπτει ότι τα Random Forests παρουσίασαν τα καλύτερα αποτελέσματα. Η 
μέθοδος που ακολούθησε ήταν αυτή των Support Vector Machines, η οποία είχε πολύ καλή 
απόδοση σε όλα τα κριτήρια που εξετάστηκαν, αλλά ποτέ την καλύτερη. Αυτό ενδεχομένως να 
οφείλεται και στο γεγονός ότι τα Support Vector Machines είναι μία μέθοδος που επηρεάζεται 
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από τον κατάλληλο ορισμό των παραμέτρων. Επίσης, παρατηρήθηκε ότι ένα από τα μοντέλα 
που παρουσίασαν καλή αλλά όχι εξαιρετική απόδοση είναι τα Decision Trees. Από την άλλη 
μεριά, η  Λογιστική Παλινδρόμηση δεν είχε καλά αποτελέσματα.  
 
Στην εργασία με τίτλο ‘Do we Need Hundreds of Classifiers to Solve Real World Classification 
Problems?’ που πραγματοποιήθηκε από τους Manuel Fernandez-Delgado, Eva Cernadas, Senen 
Barro και Dinani Amorim  σε συνεργασία των Πανεπιστημίων Santiago de Compostela και Estado 
da Bahia, χρησιμοποιήθηκαν 179 μοντέλα από 17 οικογένειες μεθόδων. Μερικά από τα μοντέλα 
είναι τα εξής: Discriminant Analysis, Bayesian, Neural Networks, SVM, Decision Trees, Rule-Based 
classifiers, Boosting, Bagging, Stacking, Random Forests, Linear Models, Nearest- neighbors, 
Partial Least Squares, principal Component regression, Λογιστική Παλινδρόμηση, Multinomial 
Regression, Multiple adaptive regression splines. Τα προγραμματιστικά πακέτα που επιλέχθηκαν 
για να εφαρμοστούν τα μοντέλα είναι το Weka, R, C και Matlab.  
Τα δεδομένα πάνω στα οποία έγινε η εφαρμογή των μεθόδων ανάλυσης δεδομένων 
προέρχονται από τη βάση δεδομένων UCI. Από τα 165 σύνολα δεδομένων που διαθέτει αυτή η 
βάση δεδομένων επιλέχθηκαν 117 σύνολα δεδομένων, καθώς έχουν εξαιρεθεί πολύ 
μακροσκελή και πολύπλοκα σύνολα δεδομένων. Επίσης, χρησιμοποιήθηκαν 4 πραγματικά 
σύνολα δεδομένων. Επομένως, αθροιστικά επιλέχθηκαν 121 σύνολα δεδομένων, ανάμεσα στα 
οποία συγκαταλέγονται και ιατρικής φύσης δεδομένα. Ο αριθμός των δεδομένων είναι τόσο 
μεγάλος όσο απαιτείται ώστε τα αποτελέσματα που θα προκύψουν να είναι πιο αξιόπιστα και 
αμερόληπτα, καθώς ένας από τους στόχους αυτής της εργασίας ήταν τα εξαλειφθεί η 
μεροληψία που δημιουργείται από το είδος και το πλήθος των δεδομένων. Τα δεδομένα που 
χρησιμοποιήθηκαν για την εκπαίδευση κα την αξιολόγηση των μοντέλων επιλέχθηκαν με τυχαίο 
τρόπο. Παρόλα αυτά, τα ίδια υποσύνολα χρησιμοποιήθηκαν για την εφαρμογή όλων των 
μοντέλων, αφού έχει παρατηρηθεί ότι η απόδοση των μεθόδων ανάλυσης δεδομένων μπορεί 
να επηρεαστεί από τη φύση των δεδομένων. Άρα, ένα μοντέλο δεν μπορεί να είναι το ίδιο 
αποδοτικό σε όλα τα σύνολα δεδομένων, καθώς η συμπεριφορά του μπορεί να μεταβάλλεται 
κατά την εφαρμογή του στα διάφορα σύνολα δεδομένων. 
Τα δείγματα των μοντέλων είναι πολλά σε αριθμό και τόσο ποικίλα, αφού προέρχονται από 
πολλές οικογένειες μεθόδων, που συμπεραίνεται ότι κάποιο από τα μοντέλα θα επιτύχει μεγάλη 
τιμή για το κριτήριο accuracy που εφαρμόζεται σε κάποιο από τα σύνολα δεδομένων. Στην 
εργασία υπογραμμίζεται ότι η ποικιλία μεθόδων είναι τόσο μεγάλη που αν για κάποιο σύνολο 
δεδομένων δεν επιτευχθούν μεγάλες τιμές όσο αφορά το κριτήριο accuracy, τότε κανένα 
μοντέλο δεν θα μπορέσει να το επιτύχει αυτό για το συγκεκριμένο σύνολο δεδομένων. Ακόμη, 
το γεγονός ότι μία μέθοδος δεν μπορεί σε αυτό το σύνολο δεδομένων να επιτύχει μεγάλη τιμή 
για το κριτήριο accuracy, συνεπάγεται ότι οι δυνατότητες της μεθόδου δεν είναι επαρκείς από 
τη στιγμή που υπάρχει κάποιο άλλο μοντέλο που μπορεί να επιτύχει μεγάλη τιμή για την 
accuracy για το συγκεκριμένο σύνολο δεδομένων. Παρόλο που εμφανίστηκαν κάποια λάθη 
εξαιτίας της συγγραμμικότητας των δεδομένων, το γεγονός ότι κάποια δεν ήταν ευδιάκριτα, 
λίγα ή με πολλές κλάσεις, τα μοντέλα που ξεχώρισαν είναι τα Random Forests και τα Support 
Vector Machines. Οι τιμές του κριτηρίου accuracy που παρουσίασαν ήταν αρκετά καλές χωρίς 
να διαφέρουν πολύ μεταξύ τους, αν και γενικότερα εξαιτίας της ποικιλίας των δεδομένων 
παρατηρήθηκαν πολλές αποκλίσεις στις τιμές των μοντέλων.   
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Γενικότερα, η εργασία αυτή είχε σαν στόχο την επιλογή του μοντέλου με την καλύτερη απόδοση, 
την κατάταξη κάθε μοντέλου και της γενικότερης κατηγορίας στην οποία ανήκει με βάση την 
απόδοσή τους για το κριτήριο accuracy, τις διαφορές μεγάλες ή μικρές στις τιμές που 
επιτεύχθηκαν, καθώς και την αξιολόγηση της συμπεριφοράς του μοντέλου ανάλογα με τις 
ιδιότητες του συνόλου των δεδομένων. Τα καλύτερα αποτελέσματα δόθηκαν από διαφορετικά 
μοντέλα της κατηγορίας των Random Forests σχεδόν σε όλα τα σύνολα δεδομένων. Ανάμεσα 
στις μεθόδους ίδιας κατηγορίας δεν παρατηρήθηκαν σημαντικές διαφορές στην τιμή του 
κριτηρίου accuracy. Όσο αφορά το κριτήριο AUC, οι κατηγορίες με τα καλύτερα αποτελέσματα 
ήταν αυτή των Random Forests, η οποία ακολουθήθηκε από την αυτή των Support Vector 
Machines. Παρατηρήθηκε επιπλέον ότι, σε σύνολα δεδομένων όπου τα Support Vector 
Machines παρουσίασαν καλύτερη τιμή από τα Random Forests η μεταξύ τους διαφορά ήταν 
μικρή, ενώ όταν συνέβαινε το αντίθετο η διαφορά ήταν μεγαλύτερη. Τέλος, η Linear 
Discriminant Analysis παρουσίασε αρκετά καλές τιμές εφαρμοζόμενη στα διάφορα δεδομένα, 
καθώς επίσης και στα Decision. 
 
 
Η εργασία με τίτλο ‘Prediction of dementia patients: a comparative approach using parametric 
vs. non parametric classifiers’που πραγματοποιήθηκε από τους Joao Maroco, Dina Silva, 
Manuela Guerreiro, Alexndre de Mendonca και Isabel Santana αναλύει και συγκρίνει δέκα 
μοντέλα κατηγοριοποίησης δεδομένων. Οι επτά από τις παραπάνω μεθόδους είναι μη 
παραμετρικές και αυτές είναι τα Multilayer perceptron Neural Networks, τα Radial Basis 
Function Neural Networks, τα Support Vector Machines τα CART, τα CHAID, τα QUEST 
Classification Trees και τα Random Forests. Τα υπόλοιπα τρία παραμετρικά μοντέλα είναι η 
Linear Discriminant Analysis, η Quadratic Discriminant Analysis και η Logistic Regression. 
Τα δεδομένα που χρησιμοποιήθηκαν για την εφαρμογή όλων των παραπάνω μεθόδων 
προέρχονται από τον κλάδο της Ιατρικής. Το πλήθος των δεδομένων που χρησιμοποιήθηκαν 
ήταν 383 και αναφέρονται σε περιστατικά ασθενών. Τα 4/5 από το πλήθος των δεδομένων 
χρησιμοποιήθηκαν για την εκπαίδευση των παραπάνω μοντέλων, ενώ το 1/5 από αυτά 
χρησιμοποιήθηκαν για την αξιολόγηση και σύγκρισή τους. Τα μοντέλα κατηγοριοποιούσαν τα 
δεδομένα σε δύο κλάσεις.  
Τα κριτήρια που χρησιμοποιήθηκαν για τη σύγκριση των παραπάνω μεθόδων είναι τα εξής: 
accuracy, specificity και  sensitivity. Όσο αφορά το κριτήριο specificity από τις μη παραμετρικές 
μεθόδους την μεγαλύτερη τιμή για το κριτήριο την παρουσίασαν τα Support Vector Machines 
και τα Random Forests, ενώ από τις παραμετρικές την καλύτερη τιμή παρουσίασε η Λογιστική 
Παλινδρόμηση. Οι τιμές των μη παραμετρικών μεθόδων απείχαν αρκετά από τις τιμές των 
παραμετρικών μεθόδων Linear Discriminant Analysis και Decision Trees. Όσο αφορά το κριτήριο 
sensitivity οι μέθοδοι Linear Discriminant Analysis, Decision Trees και Random Forests 
σημείωσαν την καλύτερη απόδοση, με τις τιμές των δύο πρώτων να απέχουν αρκετά από την 
τιμή των Random Forests. Τα Support Vector Machines παρουσίασαν την μικρότερη τιμή και άρα 
πέτυχαν τη χειρότερη απόδοση, όσο αφορά το συγκεκριμένο κριτήριο. Τέλος, όσο αφορά το 
κριτήριο της accuracy, όλες οι μέθοδοι παραμετρικές και μη παρουσίασαν παρόμοιες τιμές, 
γεγονός που δεν επιτρέπει σε κάποια από αυτές να ξεχωρίσει.  
Σε ένα γενικότερο πλαίσιο που αφορά και τα τρία κριτήρια αξιολόγησης των μεθόδων, τα 
μοντέλα που ανταποκρίθηκαν καλύτερα ήταν η Linear Discriminant Analysis και τα Random 
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Forests. Ειδικότερα, αναφέρεται ότι σε προβλήματα όπου η κατάταξη των δεδομένων αφορά σε 
δύο κλάσεις, όπου το μέγεθος των δεδομένων επηρεάζει την απόδοση των μη παραμετρικών 
μεθόδων, η Linear Discriminant Analysis αποτελεί την πιο απλή και επαρκή μέθοδο.  
 
Τα συμπεράσματα που προκύπτουν από την παρουσίαση των τριών παραπάνω εργασιών 
εστιάζουν σε κοινές και μη παρατηρήσεις. Κάποιες από τις κυριότερες παρατηρήσεις 
αναφέρονται στα δεδομένα που θα χρησιμοποιηθούν για την εκπαίδευση και την αξιολόγηση 
των μεθόδων ανάλυσης δεδομένων, και πιο συγκεκριμένα στο είδος και στο πλήθος τους. Αυτό 
που σημειώθηκε κυρίως είναι ότι όσο μεγαλύτερη είναι η ποικιλία των δεδομένων τόσο πιο 
αμερόληπτα είναι και τα αποτελέσματα που προκύπτουν. Ακόμα, είναι σημαντικό τα μοντέλα 
να εφαρμόζονται σε ίδια σύνολα δεδομένων, τα οποία όμως να μην είναι ούτε πολύ μεγάλα, 
ούτε πολύ μικρά και κυρίως να μην παρουσιάζουν κενά. Επίσης, όσο αφορά τις μεθόδους και 
τα κριτήρια που χρησιμοποιούνται για τη σύγκριση, υπογραμμίστηκε ότι ανάλογα με τον τρόπο 
υπολογισμού που χρησιμοποιεί το κάθε μοντέλο είναι δυνατό να παρουσιάζει καλύτερα 
αποτελέσματα σε κριτήρια με παρόμοια στοιχεία υπολογισμού. Για παράδειγμα, αν μια 
μέθοδος υπολογίζει πιθανότητες για τη διεξαγωγή συμπερασμάτων, θα εμφανίζει καλύτερη 
απόδοση σε κριτήρια που λαμβάνουν σαν τιμή πιθανότητες. Τελικά, συμπεραίνεται ότι η 
απόδοση μιας μεθόδου ανάλυσης δεδομένων δεν είναι καθολική κι εξαρτάται άλλοτε λιγότερο 
και άλλοτε περισσότερο από τους διάφορους παράγοντες που εφαρμόζονται.  
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Κεφάλαιο 7 

Μια εφαρμογή σε δεδομένα διάγνωσης καρκίνου του στήθους 

 

Στο κεφάλαιο αυτό, παρουσιάζεται μια εφαρμογή για την επίδειξη των μεθόδων που 

παρουσιάστηκαν στις προηγούμενες παραγράφους, δηλαδή της Λογιστικής 

Παλινδρόμησης[10], της Linear Discriminant Analysis, των Classification Trees[13,18], των 

Random Forest[23] και των Support Vector Machines. Για την ανάπτυξη των υποδειγμάτων όλων 

των παραπάνω μεθόδων χρησιμοποιείται ένα κοινό σύνολο δεδομένων, το ‘breast-cancer-

wisconsin-data’[7].  

 

 

7.1 Περιγραφή Δεδομένων 

 

Το σύνολο δεδομένων Breast Cancer προέρχεται από το πανεπιστήμιο Wisconsin και 

συγκεκριμένα από το τμήμα Clinical Sciences Center Madison. Η συλλογή των στοιχείων 

πραγματοποιήθηκε σταδιακά από τον Dr. William H. Wolberg [45]  μεταξύ των ετών 1980 και 

1991. Τα δείγματα που συλλέχθηκαν αναφέρονται σε κλινικά περιστατικά για τα οποία έγινε 

ιστολογική ανάλυση προκειμένου να διαγνωστεί καλοήθεια ή κακοήθεια όσον αφορά τον 

καρκίνο του στήθους. Συνολικά, συγκεντρώθηκαν 699 περιστατικά από τα οποία τα 458 (65,5%) 

παρουσίασαν καλοήθεια, ενώ τα 241 (34,5 %) παρουσίασαν κακοήθεια.  

Για να διαγνωστεί το αποτέλεσμα της καλοήθειας ή της κακοήθειας για κάθε περιστατικό, 
εξετάστηκαν 9 χαρακτηριστικά που φαίνονται στον Πίνακα 7.1.1 . H κάθε ιστολογική ανάλυση 
συμπεριελάμβανε την εξέταση αυτών των χαρακτηριστικών για τα κύτταρα που βρίσκονται στην 
περιοχή του στήθους. Οι τιμές των χαρακτηριστικών έχουν κανονικοποιηθεί  προκειμένου να 
έχουν την ίδια κλίμακα από το 1 έως το 10. 
 
 
Πίνακας 7.1.1: Πληροφορίες των χαρακτηριστικών. 

Όνομα 
 χαρακτηριστικού 

Συντομογραφία που 
χρησιμοποιείται στα 

πειράματα 

Τιμή 
χαρακτηριστικού 

1. Clump Thickness  ct 1 - 10 

2. Uniformity of Cell Size uocsize 1 - 10 

3. Uniformity of Cell Shape uocshape 1 - 10 

4. Marginal Adhesion ma 1 - 10 

5. Single Epithelial Cell Size secsize 1 - 10 

6. Bare Nuclei           bn 1 - 10 
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(1) Για λόγους ευκολίας στους υπολογισμούς των υποδειγμάτων τα περιστατικά των ασθενών που 

εμφάνισαν καλοήθεια συμβολίζονται με 0, ενώ τα περιστατικά των ασθενών που εμφάνισαν 
κακοήθεια συμβολίζονται με 1.  

 

7. Bland Chromatin bc 1 - 10 

8. Normal Nucleoli              nn 1 - 10 

9. Mitoses mitos 1 - 10 

              Class                          class 2 for benign, 4 for 
malignant (1) 

 

Στα 699 περιστατικά συγκαταλέγονται και 16 παρατηρήσεις οι οποίες δεν περιέχουν καθόλου 

τιμές. Τα περιστατικά αυτά έχουν εξαιρεθεί από τα δεδομένα της ανάλυσης. Έτσι, τα 

περιστατικά που τελικά θα χρησιμοποιηθούν είναι 683, από τα οποία τα 444 (65 %) αφορούν 

καλοήθεια και τα 239 (35 %)  αφορούν κακοήθεια.  

Επιπλέον, είναι σημαντικό να επισημανθεί ότι για την ανάπτυξη του υποδείγματος κάθε 

μεθόδου δεν θα χρησιμοποιηθούν όλα τα δεδομένα. Πιο συγκεκριμένα, για την ανάπτυξη και 

εκπαίδευση του κάθε μοντέλου, από τα 683 περιστατικά, θα χρησιμοποιηθεί το 70% αυτών, 

δηλαδή 478 περιστατικά. Τα 478 περιστατικά αυτά επιλέγονται με απλή τυχαία δειγματοληψία 

από το σύνολο των 683 παρατηρήσεων και αποτελούν το σύνολο δεδομένων εκπαίδευσης 

(training dataset) των υποδειγμάτων. Το υπόλοιπο 30% αυτών, δηλαδή τα υπόλοιπα 205 

περιστατικά, αποτελούν το σύνολο δεδομένων ελέγχου (test dataset), το οποίο θα 

χρησιμοποιηθεί για την αξιολόγηση της αποτελεσματικότητας του μοντέλου, δηλαδή κατά πόσο 

διαχωρίζει ορθά τις παρατηρήσεις στις δύο κλάσεις.  

Από τις 478 παρατηρήσεις που θα χρησιμοποιηθούν για την εκπαίδευση του κάθε μοντέλου οι 

327 (68%) αφορούν περιστατικά με καλοήθεια και τα υπόλοιπα 151 (32%) περιστατικά με 

κακοήθεια. Μερικά γενικά περιγραφικά στατιστικά στοιχεία για αυτά τα δεδομένα 

παρουσιάζονται στην Εικόνα 7.1.1 . 

Εικόνα 7.1.1: Γενικά περιγραφικά στατιστικά στοιχεία για τα δεδομένα εκπαίδευσης. 

       ct            uocsize          uocshape            ma            secsize       

 Min.   : 1.000   Min.   : 1.000   Min.   : 1.000   Min.   : 1.000   Min.   : 1.000   

 1st Qu.: 2.000   1st Qu.: 1.000   1st Qu.: 1.000   1st Qu.: 1.000   1st Qu.: 2.000   

 Median : 4.000   Median : 1.000   Median : 1.000   Median : 1.000   Median : 2.000   

 Mean   : 4.381   Mean   : 3.132   Mean   : 3.188   Mean   : 2.805   Mean   : 3.222   

 3rd Qu.: 6.000   3rd Qu.: 4.750   3rd Qu.: 5.000   3rd Qu.: 4.000   3rd Qu.: 4.000   

 Max.   :10.000   Max.   :10.000   Max.   :10.000   Max.   :10.000   Max.   :10.000 

 

       bn               bc              nn             mitos        class   

 Min.   : 1.000   Min.   : 1.00   Min.   : 1.000   Min.   : 1.000   0:310   

 1st Qu.: 1.000   1st Qu.: 2.00   1st Qu.: 1.000   1st Qu.: 1.000   1:168   

 Median : 1.000   Median : 3.00   Median : 1.000   Median : 1.000           

 Mean   : 3.479   Mean   : 3.45   Mean   : 2.877   Mean   : 1.554           

 3rd Qu.: 5.000   3rd Qu.: 5.00   3rd Qu.: 3.000   3rd Qu.: 1.000           

 Max.   :10.000   Max.   :10.00   Max.   :10.000   Max.   :10.000   
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Για κάθε μεταβλητή παρουσιάζεται η μικρότερη (Min) , η μέγιστη τιμή (Max), καθώς και η μέση 

τιμή (Mean)  που μπορεί να πάρει. Τα στοιχεία 1st Qu, Median  και 3rd Qu υποδηλώνουν το 

πρώτο το δεύτερο και το τρίτο τεταρτημόριο, αντίστοιχα. Για παράδειγμα, για τη μεταβλητή ct 

φαίνεται ότι η ελάχιστη τιμή που μπορεί να λάβει είναι το 1 και η μέγιστη είναι το 10. Επίσης, η 

μέση τιμή των τιμών που λαμβάνει είναι 4,381. Το 25% των τιμών της είναι μικρότερο ή ίσο του 

2, το 50% των τιμών της είναι μικρότερο ή ίσο του 4, ενώ το 75% των τιμών της είναι μικρότερο 

ή ίσο του 6. Τα ίδια στοιχεία παρουσιάζονται και για τις άλλες μεταβλητές και ερμηνεύονται με 

ανάλογο τρόπο, εκτός από την μεταβλητή class, η οποία αποτελεί κατηγορική μεταβλητή και 

έτσι δίνεται ο αριθμός των παρατηρήσεων που ανήκουν σε κάθε μία από τις δύο κατηγορίες 

της.  

Τα δεδομένα που θα χρησιμοποιηθούν για να εξετάσουν την απόδοση του κάθε μοντέλου είναι 

205. Από αυτά, τα 134 (65%) αφορούν περιστατικά με καλοήθεια και τα υπόλοιπα 71 (35%) 

περιστατικά με κακοήθεια. Μερικά γενικά περιγραφικά στατιστικά στοιχεία για αυτά τα 

δεδομένα παρουσιάζονται στην Εικόνα 7.1.2 . 

 

Εικόνα 7.1.2: Όπως στην Εικόνα 7.1.1, αλλά για τα δεδομένα ελέγχου. 

       ct            uocsize          uocshape            ma            secsize       

 Min.   : 1.000   Min.   : 1.000   Min.   : 1.000   Min.   : 1.000   Min.   : 1.000   

 1st Qu.: 2.000   1st Qu.: 1.000   1st Qu.: 1.000   1st Qu.: 1.000   1st Qu.: 2.000   

 Median : 4.000   Median : 1.000   Median : 2.000   Median : 1.000   Median : 2.000   

 Mean   : 4.585   Mean   : 3.195   Mean   : 3.278   Mean   : 2.888   Mean   : 3.263   

 3rd Qu.: 6.000   3rd Qu.: 5.000   3rd Qu.: 5.000   3rd Qu.: 4.000   3rd Qu.: 4.000   

 Max.   :10.000   Max.   :10.000   Max.   :10.000   Max.   :10.000   Max.   :10.000   

       bn               bc               nn             mitos        class   

 Min.   : 1.000   Min.   : 1.000   Min.   : 1.000   Min.   : 1.000   0:134   

 1st Qu.: 1.000   1st Qu.: 2.000   1st Qu.: 1.000   1st Qu.: 1.000   1: 71   

 Median : 1.000   Median : 3.000   Median : 1.000   Median : 1.000           

 Mean   : 3.698   Mean   : 3.434   Mean   : 2.854   Mean   : 1.717           

 3rd Qu.: 8.000   3rd Qu.: 4.000   3rd Qu.: 4.000   3rd Qu.: 1.000           

 Max.   :10.000   Max.   :10.000   Max.   :10.000   Max.   :10.000 

 

 

 

Ακολούθως, υπολογίζονται οι συντελεστές συσχέτισης όλων των επεξηγηματικών μεταβλητών 

ανά δύο, αρχικά για τα δεδομένα εκπαίδευσης (βλπ., Εικόνα 7.1.3) και μετά για τα δεδομένα 

ελέγχου (βλπ., Εικόνα 7.1.4). Επίσης, παρατίθενται και τα γραφήματα αυτών, με την ανάλογη 

σειρά (βλπ., Εικόνα 7.1.5 και Εικόνα 7.1.6).  
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Εικόνα 7.1.3: Συντελεστές συσχέτισης των μεταβλητών των δεδομένων εκπαίδευσης. 

 

 

 

Εικόνα 7.1.4: Συσχετίσεις μεταξύ των μεταβλητών των τεστ δεδομένων. 
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Εικόνα 7.1.5: Συντελεστές συσχέτισης των μεταβλητών των δεδομένων εκπαίδευσης.
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Εικόνα 7.1.6: Συντελεστές συσχέτισης των μεταβλητών των τεστ δεδομένων.

 

Τέλος, παρουσιάζεται για κάθε μεταβλητή η συχνότητα με την οποία αυτή λαμβάνει τις 

διάφορες τιμές της (βλπ., Εικόνα 7.1.7 – 7.1.15). Ο κάθετος άξονας αντιπροσωπεύει τη 

συχνότητα (Frequency) εμφάνισης της κάθε τιμής και ο οριζόντιος άξονας αντιπροσωπεύει τις 

τιμές (Range) που μπορεί να λάβει η μεταβλητή. Για κάθε μεταβλητή αντιπαραβάλλεται το 

γράφημα των δεδομένων εκπαίδευσης που απεικονίζεται με πράσινο χρώμα και το γράφημα 

των τεστ δεδομένων που απεικονίζεται με μπλε χρώμα. Συνοπτικά, η κατανομή των συχνοτήτων 

για όλες τις μεταβλητές εμφανίζεται στον Πίνακα 7.1.3 για τα δεδομένα εκπαίδευσης και στο 

Πίνακα 7.1.4 για τα δεδομένα ελέγχου.  
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Εικόνα 7.1.7: Συχνότητα εμφάνισης των τιμών της μεταβλητής Clump Thickness στα δεδομένα 

εκπαίδευσης (πράσινο χρώμα) και στα τεστ δεδομένα (μπλε χρώμα). 

 

 

 

 

Εικόνα 7.1.8: Όμοια με την Εικόνα 7.1.7 για την μεταβλητή Uniformity of Cell Size. 
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Εικόνα 7.1.9: Όμοια με την Εικόνα 7.1.7 για την μεταβλητή Uniformity of Cell Shape. 

 

 

 

 

 

Εικόνα 7.1.10: Όμοια με την Εικόνα 7.1.7 για την μεταβλητή Marginal Adhesion. 
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Εικόνα 7.1.11: Όμοια με την Εικόνα 7.1.7 για την μεταβλητή Single Epithelial Cell Size. 

 

 

 

 

 

Εικόνα 7.1.12: Όμοια με την Εικόνα 7.1.7 για την μεταβλητή Bare Nuclei. 
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Εικόνα 7.1.13: Όμοια με την Εικόνα 7.1.7 για την μεταβλητή Bare Chromatin. 

 

 

 

 

Εικόνα 7.1.14: Όμοια με την Εικόνα 7.1.7 για την μεταβλητή Normal Nucleoli. 
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Εικόνα 7.1.15: Όμοια με την Εικόνα 7.1.7 για την μεταβλητή Mitoses  

 

 

 

Πίνακας 7.1.3: Συγκεντρωτικός πίνακας συχνοτήτων όλων των μεταβλητών για τα δεδομένα 

εκπαίδευσης. 

Τιμή 1 2 3 4 5 6 7 8 9 10 Σύνολο 

ct 
103 34 74 56 83 20 19 36 9 44 

478 

uocsize 
263 30 38 27 20 16 14 19 4 47 

478 

uocshape 
244 41 34 29 25 21 23 19 4 38 

478 

ma 
278 37 41 28 15 10 11 17 4 37 

478 

secsize 
34 259 52 30 28 29 9 17 1 19 

478 

bn 
282 16 23 16 26 4 4 15 6 86 

478 

bc 
100 116 116 22 25 8 49 24 7 11 

478 

nn 
303 24 32 11 10 16 13 15 13 41 

478 

mitos 
393 27 25 9 4 2 5 6 - 7 

478 

Σύνολο 
2000 584 435 228 236 126 147 168 48 330 
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Πίνακας 7.1.4: Συγκεντρωτικός πίνακας συχνοτήτων όλων των μεταβλητών για τα δεδομένα ελέγχου. 

Τιμή 1 2 3 4 5 6 7 8 9 10 Σύνολο 

ct 36 16 30 23 45 13 4 8 5 25 205 

uocsize 
110 15 14 11 10 9 5 9 2 20 205 

uocshape 102 17 19 14 7 8 7 8 3 20 205 

ma 
115 21 17 5 8 11 2 8 - 18 205 

secsize 10 117 19 18 11 11 2 4 1 12 205 

bn 
120 14 5 3 4 - 4 6 3 46 205 

bc 
50 44 45 17 9 1 22 4 4 9 205 

nn 129 12 10 7 9 6 3 8 2 19 205 

mitos 
170 8 8 3 2 1 4 2 - 7 205 

Σύνολο 842 264 167 101 105 60 53 57 20 176  
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7.2 Περιγραφή των κριτηρίων αξιολόγησης των υποδειγμάτων  

 

Για την αξιολόγηση της αποτελεσματικότητας των υποδειγμάτων που πρόκειται να 

αναπτυχθούν στη συνέχεια, θα χρησιμοποιηθούν τα παρακάτω κριτήρια: 

 Confusion Matrix 

 ROC Curve 

 AUC 

 Precision 

 Accuracy 

Ο Confusion Matrix[42,43,44] είναι ένας πίνακας που δείχνει πόσες από τις παρατηρήσεις είναι 

ορθά ή λάθος κατηγοριοποιημένες συγκρίνοντας τις τιμές πρόβλεψης με τις πραγματικές τιμή 

(βλπ., Πίνακα 7.2.1).  

 

Πίνακας 7.2.1: Confusion Matrix. 

 Προβλέψιμες τιμές  

Καλοήθεια (0) Κακοήθεια (1) 

Πραγματικές 
τιμές 

Καλοήθεια (0) TN FP N 

Κακοήθεια (1) FN TP P 

 N* P*  
 

 

Σύμφωνα με τον Πίνακα 7.2.1 , οι παρατηρήσεις που κατηγοριοποιούνται ορθά είναι αυτές που 

βρίσκονται στην κύρια διαγώνιο. Πιο συγκεκριμένα, το πλήθος των ασθενών με κακοήθεια που 

έχουν κατηγοριοποιηθεί ορθά από το υπόδειγμα ως κακοήθειες ονομάζονται TP (True positive), 

ενώ το πλήθος των ασθενών με καλοήθεια που έχουν κατηγοριοποιηθεί ορθά από το υπόδειγμα 

ως καλοήθειες ονομάζονται TN (True negative). Αντίθετα, οι παρατηρήσεις που βρίσκονται στα 

μη διαγώνια στοιχεία του πίνακα είναι τα δύο πιθανά λάθη που μπορούν να γίνουν κατά τη 

διάρκεια της κατηγοριοποίησης. Δηλαδή, το FP (False positive) είναι το πλήθος των ασθενών με 

καλοήθεια που λανθασμένα κατηγοριοποιήθηκαν από το μοντέλο σαν κακοήθειες, ενώ το FN 

(False negative) είναι το πλήθος των ασθενών με κακοήθεια που λανθασμένα 

κατηγοριοποιήθηκαν από το μοντέλο σαν καλοήθειες. Ακόμα, όπου Ν είναι το πλήθος των 

ασθενών με καλοήθεια και Ρ το πλήθος των ασθενών με κακοήθεια, ενώ όπου Ν* είναι το 

πλήθος των παρατηρήσεων που το μοντέλο προέβλεψε σαν καλοήθειες και Ρ* είναι το πλήθος 

των παρατηρήσεων που το μοντέλο προέβλεψε σαν κακοήθειες. 

Οι παρατηρήσεις που κατηγοριοποιούνται λανθασμένα από το υπόδειγμα οδηγούν στα 

σφάλματα τύπου Ι και τύπου ΙΙ. Το σφάλμα τύπου Ι ορίζεται ως το ποσοστό των λάθος 
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κατηγοριοποιημένων κακοηθειών ως προς το σύνολο των καλοηθειών και υπολογίζεται από τον 

τύπο (7.2.1). 

Σφάλμα τύπου Ι = 1- specificity = FP / N ,                                            (7.2.1) 

Το σφάλμα τύπου ΙΙ είναι το ποσοστό των λάθος κατηγοριοποιημένων καλοηθειών ως προς το 

σύνολο των κακοηθειών και υπολογίζεται από τον τύπο (2.2) 

Σφάλμα τύπου ΙΙ=1- sensitivity= FN / P ,                                            (7.2.2) 

Όπου specificity είναι το ποσοστό των καλοηθειών που κατηγοριοποιήθηκαν ορθά από το 

υπόδειγμα σαν καλοήθειες (TN/N) και sensitivity ή Recall είναι το ποσοστό των κακοηθειών που 

κατηγοριοποιήθηκαν ορθά από το υπόδειγμα σαν κακοήθειες (TP/P).  

Ως δεύτερο κριτήριο που θα χρησιμοποιηθεί για την αξιολόγηση των μεθόδων είναι η καμπύλη 

ROC [39,40,41]. Η καμπύλη ROC χρησιμοποιείται ώστε να αξιολογηθεί η προσαρμογή ενός 

μοντέλου σε ένα σύνολο παρατηρήσεων. Εξετάζεται έτσι, η επάρκεια του μοντέλου και η 

ακρίβεια των προβλέψεων που δίνει, δηλαδή κατά πόσο ορθά έχει γίνει ο διαχωρισμός των 

παρατηρήσεων στις διαφορετικές κατηγορίες.  

Η καμπύλη ROC αποτελεί ένα γράφημα, όπου ο κάθετος άξονας αντιπροσωπεύει το sensitivity 

ευαισθησία και ο οριζόντιος άξονας το μέγεθος 1- specificity. Κάθε σημείο της καμπύλης 

αντιστοιχεί σε ένα όριο διαχωρισμού (threshold ή cutoff)  και εκφράζει ένα ζεύγος sensitivity – 

1- specificity. Λέγοντας όριο διαχωρισμού εννοείται η τιμή εκείνη της εκτιμημένης πιθανότητας 

πάνω από την οποία ο όγκος κατατάσσεται ως κακοήθης και κάτω από την οποία κατατάσσεται 

ως καλοήθης. Έτσι, ένα σημείο της καμπύλης εκφράζει το ποσοστό των παρατηρήσεων που 

κατατάχθηκαν ορθά ως κακοήθειες (ο κάθετος άξονας) και το ποσοστό των παρατηρήσεων που 

κατατάχθηκαν λανθασμένα ως κακοήθειες (ο οριζόντιος άξονας), με βάση ένα όριο 

διαχωρισμού. Επομένως, όσο πιο πάνω αριστερά βρίσκεται η ‘κορυφή’ της καμπύλης στο 

γράφημα τόσο μεγαλύτερη είναι η αναλογία των ορθά κατανεμημένων κακοηθειών σε σχέση 

με τις λάθος κατανεμημένες. Έτσι, επιλέγεται εκείνο το όριο διαχωρισμού που μεγιστοποιεί 

αυτή την αναλογία.  

Το εμβαδό της περιοχής που βρίσκεται κάτω από την καμπύλη ROC είναι ένα ακόμη μέτρο 

αξιολόγησης της απόδοσης του υποδείγματος και ονομάζεται AUC (Area Under the Curve). Όσο 

μεγαλύτερο είναι το εμβαδό αυτής της περιοχής, τόσο μεγαλύτερη είναι η πιθανότητα  μια 

τυχαία παρατήρηση που κατατάσσεται στην θετική (Positive) κλάση, δηλαδή αυτή που 

θεωρείται σαν επιτυχία (1), να φέρει μεγαλύτερη πιθανότητα σε σχέση με μία παρατήρηση που 

κατατάσσεται στην αρνητική (Negative) κλάση, δηλαδή αυτή που θεωρείται σαν αποτυχία (0). 

Το Accuracy είναι το ποσοστό των ορθά κατηγοριοποιημένων παρατηρήσεων και είναι το 

κλάσμα που σαν αριθμητή έχει το άθροισμα των διαγώνιων στοιχείων του Confusion Matrix και 

σαν παρονομαστή το σύνολο όλων των τεστ παρατηρήσεων.   

Accuracy = (TN + TP)/ (N+P)                                                         (7.2.5) 
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Το γράφημα Accuracy - Cutoff παρουσιάζει στον κάθετο άξονα τις τιμές του Accuracy και στον 

οριζόντιο άξονα τις τιμές των ορίων διαχωρισμού ανάμεσα στις δύο κλάσεις.  

Ο όρος Precision είναι το κλάσμα που έχει αριθμητή το πλήθος των παρατηρήσεων που ορθά το 

υπόδειγμα κατέταξε στην κατηγορία των κακοηθειών και παρονομαστή το πλήθος όλων των 

παρατηρήσεων που κατατάχθηκαν από το υπόδειγμα στην κλάση των κακοηθειών και δίνεται 

από τον τύπο (7.2.6): 

Precision = TP/P*                                                                  (7.2.6) 

Το γράφημα Precision – Recall παρουσιάζει την καμπύλη των δύο αυτών μεγεθών. Ο κάθετος 

άξονας δείχνει τις τιμές του  Precision και ο οριζόντιος άξονας δείχνει τις τιμές του Recall. 

Επομένως, κάθε σημείο της καμπύλης εκφράζει ένα ζεύγος Precision – Recall για κάθε πιθανό 

όριο διαχωρισμού (threshold ή cutoff) μεταξύ των δύο κατηγοριών. Επειδή, αυτά τα δύο μεγέθη 

εκφράζουν ποσοστά ορθά κατηγοριοποιημένων παρατηρήσεων είναι επιθυμητό να παίρνουν 

μεγάλες τιμές. Έτσι, επιλέγεται εκείνο το όριο διαχωρισμού που αντιστοιχεί σε σημεία της 

καμπύλης, όπου οι τιμές των δύο μεγεθών είναι μεγάλες. 

Το True Negative Rate είναι το κλάσμα του πλήθους των παρατηρήσεων που το υπόδειγμα 

προέβλεψε ορθά ότι ανήκουν στην κλάση των καλοηθειών προς το σύνολο των καλοηθειών και 

υπολογίζεται από τον τύπο (7.2.9): 

TNR=TN/N                                                                       (7.2.9) 

Όπως τα μεγέθη Precision και Recall, έτσι και τα μεγέθη TPR και TNR είναι επιθυμητό να 

παίρνουν μεγάλες τιμές καθώς εκφράζουν ποσοστά ορθά κατηγοριοποιημένων παρατηρήσεων 

στις δύο κατηγορίες. 
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7.3 Αποτελέσματα 

 

 

Όπως αναφέρθηκε παραπάνω, προκειμένου να εκπαιδευτεί το υπόδειγμα κάθε μεθόδου, 

εφαρμόζεται πάνω στο σύνολο των δεδομένων εκπαίδευσης. Στη συνέχεια, για να αξιολογηθεί 

κατά πόσο αποτελεσματικό είναι σε άλλα σύνολα δεδομένων, εφαρμόζεται στο σύνολο των 

δεδομένων ελέγχου. Στο τμήμα αυτό, για τα υποδείγματα κάθε μεθόδου που εκτιμήθηκαν στα 

δεδομένα εκπαίδευσης, παρουσιάζονται τα αποτελέσματα που προέκυψαν από την εφαρμογή, 

για τα δεδομένα ελέγχου. Λαμβάνοντας υπόψιν τα αποτελέσματα που προκύπτουν από την 

εφαρμογή των μεθόδων για τα δεδομένα ελέγχου γίνεται και η αξιολόγησή τους. Η αξιολόγηση 

αυτή γίνεται με βάση τα κριτήρια που περιγράφησαν στο προηγούμενο τμήμα και πιο 

συγκεκριμένα, για κάθε μέτρο παρουσιάζονται τα αποτελέσματα που προκύπτουν από το 

μοντέλο της κάθε μεθόδου.   

Ο Confusion Matrix είναι ένα μέτρο αξιολόγησης της αποτελεσματικότητας ενός μοντέλου που 

παρουσιάζει το πλήθος των παρατηρήσεων που κατηγοριοποιήθηκαν ορθά και λάθος από το 

μοντέλο.  Ο Πίνακας 7.3.1 παρουσιάζει τον Confusion Matrix που προέρχεται από την μέθοδο 

της Λογιστικής Παλινδρόμησης. Για τα μεγέθη που εμφανίζονται σε αυτόν ισχύει αναλυτικότερα 

ότι, το 131 εκφράζει το πλήθος των παρατηρήσεων που κατατάχθηκαν ορθά από το μοντέλο 

στην κλάση 0 των καλοηθειών, το 2 εκφράζει το πλήθος των παρατηρήσεων που λανθασμένα 

κατατάχθηκαν στην κλάση 1 των κακοηθειών, το 3 εκφράζει το πλήθος των παρατηρήσεων που 

λανθασμένα κατατάχθηκαν στην κλάση 0 και το 69 εκφράζει το πλήθος των παρατηρήσεων που 

ορθά κατατάχθηκαν στην κλάση 1. Το 133 είναι το πλήθος όλων των παρατηρήσεων που 

ανήκουν στην κατηγορία 0  των καλοηθειών, το 72 είναι το πλήθος των παρατηρήσεων που 

ανήκουν στην κατηγορία 1 των κακοηθειών,  ενώ το 134 είναι το πλήθος των παρατηρήσεων 

κατατάχθηκαν στην κλάση 0 και το 71 είναι το πλήθος των παρατηρήσεων που κατατάχθηκαν 

στην κλάση 1. 

Όμοια με τον Confusion Matrix του μοντέλου της Λογιστικής Παλινδρόμησης παρουσιάζονται 

και οι αντίστοιχοι πίνακες για τις υπόλοιπες μεθόδους (βλπ., Πίνακας 7.3.2 -7.3.5)  , όπου με 

ανάλογο τρόπο ερμηνεύονται τα αποτελέσματα που περιέχουν. Παρατηρείται λοιπόν ότι: Η 

Λογιστική Παλινδρόμηση με το Random Forest δίνουν τα ίδια ακριβώς αποτελέσματα όσο 

αφορά την ορθή και λάθος κατηγοριοποίηση των παρατηρήσεων και κατέχουν αθροιστικά το 

μεγαλύτερο ποσοστό ορθά κατηγοριοποιημένων παρατηρήσεων. Η Linear Discriminant Analysis 

παρουσιάζει ένα από τα μεγαλύτερα ποσοστά των καλοηθειών που κατηγοριοποιήθηκαν ορθά. 

Αντίθετα, το μεγαλύτερο πλήθος ορθά κατηγοριοποιημένων κακοηθειών δίνεται από το 

μοντέλο του Classification Tree, το οποίο δίνει, επίσης, και το μεγαλύτερο πλήθος λάθος 

κατηγοριοποιημένων καλοηθειών. Τέλος, το μοντέλο που κατηγοριοποιεί λανθασμένα ως 

κακοήθεις τις περισσότερες παρατηρήσεις είναι η Linear Discriminant Analysis. Γενικότερα, από 

τα μεγέθη που παρουσιάζονται στους Confusion πίνακες γίνεται αντιληπτό ότι τα υποδείγματα 
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όλων των μεθόδων είναι αρκετά αποτελεσματικά, καθώς το πλήθος των ορθά 

κατηγοριοποιημένων παρατηρήσεων και στις δύο κατηγορίες είναι πολύ μεγαλύτερα 

συγκριτικά με το πλήθος των παρατηρήσεων που κατηγοριοποιήθηκαν λανθασμένα. 

 

Πίνακας 7.3.1: Confusion Matrix από το μοντέλο της Λογιστικής Παλινδρόμησης για τα δεδομένα 

εκπαίδευσης και τα δεδομένα ελέγχου. 

Confusion Matrix 
Λογιστική Παλινδρόμηση 
Δεδομένα εκπαίδευσης 

 Confusion Matrix 
Λογιστική Παλινδρόμηση 

Δεδομένα ελέγχου 

 0 1 sum  0 1 sum 

0 303 3 312 0 131 2 133 

1 7 159 166 1 3 69 72 

 sum 310 168 478  sum 134 71 205 
 

 

Πίνακας 7.3.2: Όμοια με Πίνακα 7.3.1 για το μοντέλο του Classification Tree. 

Confusion Matrix 
Classification Tree 

Δεδομένα εκπαίδευσης 

 Confusion Matrix 
Classification Tree 
Δεδομένα ελέγχου 

 0 1 sum  0 1 sum 

0 297 4 301 0 121 1 122 

1 13 164 177 1 13 70 83 

sum 310 168 478 sum 134 71 205 
 

 

Πίνακας 7.3.3: Όμοια με Πίνακα 7.3.1 για το μοντέλο του Random Forest. 

Confusion Matrix 
Random Forest  

Δεδομένα εκπαίδευσης 

 Confusion Matrix 
Random Forest  

Δεδομένα ελέγχου 

 0 1 sum  0 1 sum 

0 310 0 310 0 131 2 133 

1 0 168 168 1 3 69 72 

sum 310 168 478 sum 134 71 205 
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Πίνακας 7.3.4: Όμοια με Πίνακα 7.3.1 για το μοντέλο των Support Vector Machines. 

Confusion Matrix 
Support Vector Machines  
Δεδομένα εκπαίδευσης 

 Confusion Matrix 
Support Vector Machines  

Δεδομένα ελέγχου 

 0 1 sum  0 1 sum 

0 302 5 307 0 129 3 132 

1 8 163 171 1 5 68 73 

sum 310 168 478 sum 134 71 205 
 

 

Πίνακας 7.3.5: Όμοια με Πίνακα 7.3.1 για το μοντέλο της Linear Discriminant Analysis. 

Confusion Matrix 
Linear Discriminant Analysis  

Δεδομένα εκπαίδευσης 

 Confusion Matrix 
Linear Discriminant Analysis  

Δεδομένα ελέγχου 

 0 1 sum  0 1 sum 

0 305 15 320 0 131 4 135 

1 5 153 158 1 3 67 70 

sum 310 168 478 sum 134 71 205 
 

 

 

Ακολούθως, η Εικόνα 7.3.1 παρουσιάζει συγκεντρωτικά την καμπύλη ROC για όλες τις μεθόδους. 

Κάθε χρώμα αναφέρεται και σε καμπύλη άλλης μεθόδου. Με πράσινο χρώμα απεικονίζεται η 

καμπύλη που προκύπτει από το υπόδειγμα των Support Vector Machines, με το πορτοκαλί 

χρώμα η καμπύλη που προκύπτει από το υπόδειγμα του Classification Tree, με μπλε χρώμα αυτή 

που προέρχεται από το μοντέλο της Λογιστικής Παλινδρόμησης, με γκρι χρώμα η καμπύλη που 

προέρχεται από το υπόδειγμα του Random Forest και τέλος με ροζ χρώμα η καμπύλη που 

προκύπτει από το μοντέλο της Linear Discriminant Analysis. Στην Εικόνα 7.3.1 φαίνεται ότι η 

κορυφή της μπλε καμπύλης που αντιστοιχεί στην Λογιστική Παλινδρόμηση βρίσκεται πιο κοντά 

στο πάνω αριστερά μέρος τους γραφήματος. Αυτό σημαίνει ότι μπορεί να βρεθεί ένα όριο 

διαχωρισμού που να επιτρέπει την ύπαρξη μεγαλύτερης αναλογίας ορθά κατανεμημένων 

κακοηθειών σε σχέση με τις λάθος κατανεμημένες, συγκριτικά με την αναλογία των άλλων 

μεθόδων. Όμως, αν ληφθεί υπόψιν η AUC, τότε φαίνεται ότι η Linear Discriminant Analysis 

διαθέτει το πιο αποτελεσματικό μοντέλο καθώς, δίνει την μεγαλύτερη πιθανότητα  μια τυχαία 

παρατήρηση, που κατηγοριοποιείται στην κλάση των κακοηθειών, να φέρει μεγαλύτερη 

πιθανότητα, σε σχέση με μία παρατήρηση που κατηγοριοποιείται στην κλάση των καλοηθειών. 

Βέβαια, παρατηρώντας συνολικά το γράφημα διαπιστώνεται ότι τα υποδείγματα όλων των 

μεθόδων είναι αποτελεσματικά, αφού οι καμπύλες ROC αυτών μοιάζουν πολύ μεταξύ τους , 
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καθώς βρίσκονται πολύ κοντά, σε βαθμό που σε αρκετά σημεία ταυτίζονται. Τέλος, η μέθοδος 

που φαίνεται να έχει την μικρότερη αποτελεσματικότητα είναι αυτή του μοντέλου του 

Classification Tree, καθότι η AUC λαμβάνει τη μικρότερη τιμή.  

 

Εικόνα 7.3.1: Καμπύλη ROC όλων των μεθόδων. 

 

Η Εικόνα 7.3.2 παρουσιάζει συγκεντρωτικά το γράφημα Precision – Recall, που προέρχεται από 

τα υποδείγματα όλων των μεθόδων. Τα χρώματα έχουν την ίδια αντιστοιχία με τις μεθόδους, 

όπως αυτή που παρουσιάζεται στο συγκεντρωτικό διάγραμμα (Εικόνα 7.3.1) με τις καμπύλες 

ROC. Έτσι, λαμβάνοντας υπόψιν ότι τα μεγέθη Precision και Recall που εκφράζουν ποσοστά ορθά 

κατηγοριοποιημένων παρατηρήσεων είναι επιθυμητό να παίρνουν μεγάλες τιμές ή αλλιώς είναι 

επιθυμητό η καμπύλη τους να βρίσκεται όσο το δυνατό πιο κοντά στο πάνω δεξιά τμήμα του 

γραφήματος. Άρα, από την Εικόνα 7.3.2 προκύπτει ότι η καμπύλη που ικανοποιεί αυτά τα 

χαρακτηριστικά σε μεγαλύτερο βαθμό είναι αυτή της Λογιστικής Παλινδρόμησης, ενώ αυτή που 

τα ικανοποιεί σε μικρότερο βαθμό είναι αυτή του Classification Tree.  
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Εικόνα 7.3.2:  Καμπύλη Precision- Recall όλων των μεθόδων. 

 

Η Εικόνα 7.3.3 παρουσιάζει συγκεντρωτικά το γράφημα Accuracy – Cutoff για όλες τις μεθόδους. 

Η αντιστοιχία χρώματος – μεθόδου είναι η ίδια με αυτή που ισχύει και για τις δύο προηγούμενες 

εικόνες (βλπ., Εικόνα 7.3.1 – 7.3.2). Όσο αφορά την αποδοτικότητα του υποδείγματος κάθε 

μεθόδου, λαμβάνοντας υπόψη το γράφημα Accuracy – Cutoff προκύπτει ότι τα μοντέλα της 

Λογιστικής Παλινδρόμησης, της Linear Discriminant Analysis και του Random Forest 

εφαρμόζονται καλύτερα στα δεδομένα ελέγχου για όλα τα όρια διαχωρισμού. Κι αυτό γιατί, σε 

όλα τα όρια διαχωρισμού το ποσοστό των ορθά κατηγοριοποιημένων παρατηρήσεων λαμβάνει 

μεγάλες τιμές. Από την άλλη, το μοντέλο του Classification Tree γίνεται πιο αποδοτικό για όρια 
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διαχωρισμού των οποίων η τιμή κυμαίνεται στο διάστημα (0,7 – 0,95), αφού στο διάστημα αυτό 

το ποσοστό των ορθά κατηγοριοποιημένων παρατηρήσεων λαμβάνει τις μεγαλύτερες τιμές του. 

 

 

Εικόνα 7.3.3: Καμπύλη Accuracy - Cutoff όλων των μεθόδων. 

 

Παρακάτω, παρουσιάζονται ο συγκεντρωτικός Πίνακας 7.3.6 για τα δεδομένα εκπαίδευσης και 

ο Πίνακας 7.3.7 , οι οποίοι περιέχουν τα υπόλοιπα κριτήρια, εκτός των διαγραμμάτων, που 

παρουσιάστηκαν και χρησιμοποιούνται για να αξιολογήσουν την αποτελεσματικότητα των 

υποδειγμάτων των μεθόδων. Αυτά είναι η AUC, το Precision, το Recall, το Accuracy, το TPR και 

το TNR. Η μεγαλύτερη τιμή που αντιστοιχεί σε κάθε μέγεθος υποδεικνύει τη μέθοδο της οποίας 

το υπόδειγμα εφαρμοζόμενο στα δεδομένα εκπαίδευσης και ελέγχου εμφάνισε το καλύτερο 

αποτέλεσμα για το συγκεκριμένο κριτήριο σύγκρισης.  
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Πίνακας 7.3.6: Τιμές των κριτηρίων σύγκρισης  που προκύπτουν από την εφαρμογή των μοντέλων όλων 

των μεθόδων στα δεδομένα εκπαίδευσης. 

  
Λογιστική 

Παλινδρόμηση 

 
Classificat
ion Tree 

 
Random 
 Forest 

 
Support Vector 

Machines 

Linear 
Discriminant 

Analysis 

AUC 0.9975 0.9708 1 0.9986 0.9967 

Precision 0.9464 0.9761 1 0.9702 0.9107 

Recall ή TPR 0.9578 0.9265 1 0.9532 0.9683 

Accuracy 0.9665 0.9644 1 0.9728 0.9581 

TNR 0.9711 0.9867 1 0.9837 0.9531 

 

Πίνακας 7.3.7: Τιμές των κριτηρίων σύγκρισης  που προκύπτουν από την εφαρμογή των μοντέλων όλων 

των μεθόδων στα δεδομένα ελέγχου. 

  
Λογιστική 

Παλινδρόμηση 

 
Classification 

Tree 

 
Random 
 Forest 

Support 
Vector 

Machines 

Linear 
Discriminant 

Analysis 

AUC 0.9928 0,9517 0,9931 0,9832 0.9941 

Precision 0.9718 0,9859 0,9718 0,9577 0,9436 

Recall ή TPR 0.9583 0,8433 0,9583 0,9315 0,9571 

Accuracy 0.9756 0,9317 0,9756 0,9609 0.9658 

TNR 0.9849 0,9918 0,9849 0,9772 0,9703 

 

 

Θα πρέπει να διευκρινιστεί ότι όλα τα μεγέθη που εμφανίζονται στον Πίνακα 7.3.6 και στον 

Πίνακα 7.3.7 σχετίζονται με τον αριθμό των παρατηρήσεων που έχουν κατανεμηθεί ορθά στις 

δύο κατηγορίες. Επομένως, όσο μεγαλύτερη είναι η τιμή του κάθε μεγέθους, τόσο καλύτερη η 

προσαρμογή του υποδείγματος στα δεδομένα ελέγχου. Από τις τιμές που εμφανίζονται στον 

παραπάνω πίνακα (βλπ., Πίνακα 7.3.6) παρατηρείται ότι το υπόδειγμα που δημιουργεί την 

μεγαλύτερη AUC προέρχεται από τη μέθοδο της Linear Discriminant Analysis και η τιμή της είναι 

ίση με 0.9941. Δηλαδή, μια τυχαία παρατήρηση που κατηγοριοποιείται στην κλάση των 

κακοηθειών είναι κατά 99,41% πιο πιθανό να λαμβάνει μεγαλύτερη τιμή από μία τυχαία 

παρατήρηση που κατηγοριοποιείται στην κλάση της καλοήθειας. Τα μοντέλα της Λογιστικής 

Παλινδρόμησης και του Random Forest είναι τα πιο αποτελεσματικά όσο αφορά το κριτήριο του 
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Accuracy, σύμφωνα με το οποίο η τιμή είναι 0.9756, αφού το ποσοστό των ορθά 

κατηγοριοποιημένων παρατηρήσεων είναι 97,56%. Επίσης, παρατηρείται ότι τα μεγέθη TPR και 

Recall που είναι ισοδύναμα λαμβάνουν την μεγαλύτερή τους τιμή, που είναι ίση με 0.9583, στα  

μοντέλα της Λογιστικής Παλινδρόμησης και του Random Forest. Δηλαδή, το ποσοστό των 

κακοηθειών που κατηγοριοποιήθηκαν ορθά από το υπόδειγμα σαν κακοήθειες είναι 95,83%. 

Τέλος, όσο αφορά το πλήθος των παρατηρήσεων που το υπόδειγμα προέβλεψε ορθά ότι 

ανήκουν στην κλάση των καλοηθειών,  φαίνεται το υπόδειγμα του Classification Tree να είναι 

πιο αποτελεσματικό με ποσοστό 99.18%. 

Εν κατακλείδι, αν ληφθούν υπόψη συγκεντρωτικά όλα τα ανωτέρω μεγέθη του Πίνακα 7.3.6 ανά 

μέθοδο, βγαίνει το συμπέρασμα ότι δύο είναι οι μέθοδοι των οποίων τα μοντέλα αν 

εφαρμοστούν στα δεδομένα ελέγχου φαίνεται να είναι πιο αποδοτικά και αυτές είναι η 

Λογιστική Παλινδρόμηση και το Random Forest. 

Επιπρόσθετα, από την εφαρμογή των μοντέλων στα δεδομένα εκπαίδευσης αυτή τη φορά, 

προκύπτουν κάποια ενδιαφέροντα αποτελέσματα για τις μεθόδους της Λογιστικής 

Παλινδρόμησης, του Classification Tree και του Random Forest όσο αφορά για το ποιες είναι οι 

πιο σημαντικές μεταβλητές του υποδείγματος. Παρατηρώντας τα αποτελέσματα από το μοντέλο 

της Λογιστικής Παλινδρόμησης που εμφανίζονται στην Εικόνα 7.3.1 προκύπτει ότι η πιο 

σημαντική μεταβλητή είναι η bn (Bare Nuclei), αφού έχει το μικρότερο p-value, και η λιγότερο 

σημαντική είναι η uocsize, αφού έχει το μεγαλύτερο p-value. Το p-value αντιπροσωπεύει την 

πιθανότητα του λάθους που περιλαμβάνεται στην αποδοχή του παρατηρηθέντος 

αποτελέσματος που εδώ το παρατηρηθέν αποτέλεσμα είναι η απόρριψη της μηδενικής 

υπόθεσης για τα μη στατιστική σημαντικότητα της κάθε μεταβλητής. 

 

Εικόνα 7.3.4: Οι εκτιμήσεις των συντελεστών συσχέτισης που προέκυψαν από το μοντέλο της 

Λογιστικής Παλινδρόμησης. 
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Όσο αφορά το υπόδειγμα του Classification Tree, από τα αποτελέσματα που προκύπτουν στην 

Εικόνα 7.3.5 φαίνεται ότι η πιο σημαντική μεταβλητή είναι η uocshape (Uniformity of cell shape), 

καθώς χαρακτηρίζεται με τη μεγαλύτερη τιμή. Ακόμα, στην Εικόνα 7.3.6 παρουσιάζονται 

συνοπτικά τα κριτήρια που χρησιμοποιήθηκαν σε κάθε κόμβο για το διαχωρισμό κάθε κλάσης 

σε δύο μικρότερες. Στον πρώτο κόμβο η μεταβλητή που χρησιμοποιείται ως κριτήριο 

διαχωρισμού των 478 παρατηρήσεων σε δύο μικρότερες κλάσεις είναι η uocshape, η οποία όταν 

λαμβάνει τιμές μεγαλύτερες ή ίσες του 3,5 δίνει ως κλάση κατηγοριοποίησης την κλάση των 

κακοηθειών, στην οποία κατηγοριοποιούνται 159 παρατηρήσεις και αποτελεί τερματικό κόμβο. 

Ενώ, όταν οι τιμές που λαμβάνει είναι μικρότερες του 3,5 δίνει ως κλάση κατηγοριοποίησης την 

κλάση των καλοηθειών (0), αλλά δεν αποτελεί τερματικό κόμβο. Έτσι, οι 319 παρατηρήσεις που 

έχουν κατηγοριοποιηθεί σε αυτή την κλάση διαχωρίζονται σε δύο μικρότερες. Για το 

διαχωρισμό αυτό δημιουργείται ένας νέος κόμβος στον οποίο κριτήριο διαχωρισμού αποτελεί 

η μεταβλητή bn. Όταν η μεταβλητή bn λαμβάνει τιμές μεγαλύτερες ή ίσες του 5,5 , τότε 11 από 

τις 319 παρατηρήσεις κατηγοριοποιούνται στην κλάση των κακοηθειών, η οποία αποτελεί ένα 

νέο τερματικό κόμβο. Όταν η μεταβλητή bn λαμβάνει τιμές  μικρότερες του 5,5 , τότε οι 

υπόλοιπες 308 παρατηρήσεις κατηγοριοποιούνται στην κλάση των καλοηθειών, η οποία όμως 

δεν αποτελεί τερματικό κόμβο. Έτσι, οι 308 αυτές παρατηρήσεις διαχωρίζονται σε δύο 

μικρότερες κλάσεις, δημιουργώντας ένα νέο κόμβο στον οποίο ως κριτήριο διαχωρισμού 

χρησιμοποιείται η μεταβλητή nn. Όταν η μεταβλητή nn λαμβάνει τιμές μεγαλύτερες ή ίσες του 

4, τότε 7 από τις 308 παρατηρήσεις κατηγοριοποιούνται στην κλάση των κακοηθειών, η οποία 

αποτελεί τερματικό κόμβο. Όταν η μεταβλητή nn λαμβάνει τιμές μικρότερες του 4, τότε οι 

υπόλοιπες 307 παρατηρήσεις κατηγοριοποιούνται στην κλάση των καλοηθειών, η οποία 

αποτελεί και αυτή τερματικό κόμβο. Στην ανάλυση της Εικόνας 7.3.6, οι τελικοί κόμβοι έχουν 

σημειωθεί με έναν αστερίσκο (*) και αναπαρίστανται στην Εικόνα 7.3.7, όπου φαίνεται πιο 

άμεσα η δομή που έχει το δέντρο που προκύπτει από το υπόδειγμα του Classification Tree. 

 

Εικόνα 7.3.5:  Η σημαντικότητα των μεταβλητών όπως αυτή προκύπτει από το υπόδειγμα του 

Classification Tree. 
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Εικόνα 7.3.6:  Τα κριτήρια διαχωρισμών των κόμβων στο υπόδειγμα του Classification Tree. 

 

 

Εικόνα 7.3.7: Classification Tree 
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Ακολούθως, όσο αφορά ένα υπόδειγμα Random Forest, η σημαντικότητα των μεταβλητών 

μετράται μέσω του δείκτη Gini. Πιο συγκεκριμένα, όταν μία μεταβλητή είναι σημαντική για το 

μοντέλο αυτό, τότε η εισαγωγή της στο υπόδειγμα προκαλεί μεγάλη μείωση του δείκτη Gini και, 

επομένως, βελτιώνει την πρόβλεψη. Συγκεκριμένα, σε κάθε διαχωρισμό ενός δέντρου με βάση 

κάποια μεταβλητή, υπολογίζεται η μείωση της τιμής του δείκτη Gini που επιφέρει και στη 

συνέχεια, υπολογίζεται η μέση τιμή της μείωσης αυτής κατά μήκος όλων των διαχωρισμών με 

βάση την ίδια μεταβλητή και κατά μήκος όλων των δέντρων (Εικόνα 7.3.8). Έτσι, παρατηρείται 

ότι η μεταβλητή uocshape προκαλεί τη μεγαλύτερη μείωση στο δείκτη Gini  και, άρα, είναι η πιο 

σημαντική μεταβλητή. Τέλος, δίνεται και το διάγραμμα αυτών των τιμών (βλπ., Εικόνα 7.3.9), 

όπου στον κάθετο άξονα εμφανίζονται οι μεταβλητές κατά αύξουσα σειρά με βάση το πόσο 

σημαντικές είναι και στον οριζόντιο άξονα εμφανίζονται οι τιμές μείωσης του δείκτη Gini που 

αυτές προκαλούν. 

 

Εικόνα 7.3.8:  Οι τιμές μείωσης του δείκτη Gini  
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Εικόνα 7.3.9: Κατάταξη των μεταβλητών κατά αύξουσα σειρά σημαντικότητας στο μοντέλο του Random 

Forest. 
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Συμπερασματικές παρατηρήσεις 

 

Στην εργασία αυτή μελετήθηκε το πρόβλημα κατηγοριοποίησης ενός συνόλου δεδομένων σε 

δύο κατηγορικές ομάδες. Για τη λύση του προβλήματος της κατηγοριοποίησης δεδομένων 

υπάρχουν πολλές μέθοδοι. Αυτές που χρησιμοποιήθηκαν εδώ είναι η Λογιστική Παλινδρόμηση, 

η Linear Discriminant Analysis, το Classification Tree, τα Random Forest και τα Support Vector 

Machines. Αρχικά, παρουσιάστηκε στην εργασία κάθε μία από αυτές τις μεθόδους. Στη 

συνέχεια, εισήχθηκε το breast-cancer-wisconsin-data σύνολο δεδομένων,  το οποίο χωρίστηκε 

σε δύο μικρότερα υποσύνολα, το σύνολο των δεδομένων εκπαίδευσης και το σύνολο των 

δεδομένων ελέγχου. Το σύνολο των δεδομένων εκπαίδευσης χρησιμοποιήθηκε για να 

εκπαιδεύσει το υπόδειγμα κάθε μεθόδου. Τα υποδείγματα που προέκυψαν εφαρμόστηκαν στα 

δεδομένα ελέγχου και παρουσιάστηκαν τα σχετικά αποτελέσματα.  

Για τα ευρήματα που προέκυψαν από την εφαρμογή των υποδειγμάτων στα δεδομένα ελέγχου, 

χρησιμοποιήθηκαν ορισμένα κριτήρια, προκειμένου να γίνει η αξιολόγηση του κάθε 

υποδείγματος, καθώς και η σύγκριση μεταξύ αυτών. Μερικά από αυτά είναι η καμπύλη ROC, ο 

Confusion Matrix, η sensitivity και specificity, η AUC, το Accuracy,  και το Precision. Σχετικά με τον 

Confusion Matrix, από τον οποίο προκύπτουν τα κριτήρια sensitivity και specificity, έχουν 

αποκτηθεί ενδιαφέροντα ευρήματα, καθώς ποικίλουν τα υποδείγματα με την καλύτερη 

αποτελεσματικότητα για τα παραπάνω δύο κριτήρια. Πιο συγκεκριμένα, στο κριτήριο specificity 

τα καλύτερα αποτελέσματα φαίνεται να πετυχαίνουν η Λογιστική Παλινδρόμηση, τα Random 

Forests και η Linear Discriminant Analysis. Τα λιγότερο αποτελεσματικά υποδείγματα φαίνεται 

να είναι τα Classification Trees και τα Support Vector Machines. Η απόκλιση μεταξύ της 

καλύτερης και χειρότερης τιμής λαμβάνοντας υπόψη το πλήθος των δεδομένων που 

χρησιμοποιήθηκαν είναι αισθητή. Από την άλλη μεριά, για το κριτήριο sensitivity ή Recall, τα 

αποτελέσματα ήταν αντίστροφα. Δηλαδή, τα υποδείγματα που προηγουμένως παρουσίασαν τη 

μικρότερη αποτελεσματικότητα, σε αυτό το κριτήριο επιτυγχάνουν τις καλύτερες τιμές. Τα 

υποδείγματα αυτά προέρχονται από τις μεθόδους των Classification Trees και Support Vector 

Machines. Οι μικρότερες τιμές που επιτεύχθηκαν από τα υποδείγματα της Λογιστικής 

Παλινδρόμησης, των Random Forests και της Linear Discriminant Analysis δεν απείχαν πολύ από 

τις μεγαλύτερες τιμές.  

Όσο αφορά την καμπύλη ROC, η μέθοδος που εμφανίζεται να είναι πιο αποδοτική είναι η Linear 

Discriminant Analysis με τα Random Forests να ακολουθούν με ελάχιστη απόκλιση. Αυτό 

οφείλεται στο γεγονός ότι η AUC, δηλαδή το εμβαδό της περιοχής που βρίσκεται κάτω από την 

καμπύλη ROC ενός υποδείγματος, είναι μεγαλύτερη για την μέθοδο της Linear Discriminant 

Analysis. Παρόλο που η καμπύλη ROC και η AUC είναι κριτήρια που συνδυάζουν τα κριτήρια 

sensitivity και specificity, η Linear Discriminant Analysis επιτυγχάνει καλύτερη 

αποτελεσματικότητα από τα Classification Trees που παρουσιάζουν την χειρότερη. Αυτό είναι 

αναμενόμενο, αφού η απόκλιση των τιμών μεταξύ των μεθόδων για το κριτήριο specificity, που 
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υπερτερεί η Linear Discriminant Analysis, είναι μεγαλύτερη από τη απόκλιση των τιμών μεταξύ 

των μεθόδων του κριτηρίου sensitivity, όπου υπερτερούν τα Classification Trees. 

Δύο ακόμα κριτήρια στα οποία οι τιμές, που αφορούν την αποτελεσματικότητα των 

υποδειγμάτων, παρουσιάζουν μεγάλη απόκλιση μεταξύ τους είναι αυτό του Precision και της 

Accuracy. Στο πρώτο κριτήριο, το υπόδειγμα που παρουσιάζει την καλύτερη τιμή είναι αυτό των 

Classification Trees, με την Linear Discriminant Analysis να παρουσιάζει την χειρότερη. Αντίθετα, 

στο δεύτερο κριτήριο η Λογιστική Παλινδρόμηση με τα Random Forests και την Linear 

Discriminant Analysis επιτυγχάνουν τις καλύτερες τιμές αποτελεσματικότητας, με τα 

Classification Trees να επιτυγχάνουν τη χειρότερη.  

Από τις αναλύσεις των παραπάνω κριτηρίων, προκύπτει ότι κατά μέσο όρο η μέθοδος που 

ανταποκρίθηκε ως αποτελεσματικότερη είναι η Λογιστική Παλινδρόμηση. Ειδικότερα, θα πρέπει 

να σημειωθεί ότι στα κριτήρια, που σαν βασική παράμετρο υπολογισμού χρησιμοποιούσαν το 

μέγεθος TP, δηλαδή το πλήθος των ασθενών με κακοήθεια, τα οποία κατηγοριοποιήθηκαν ορθά 

από τα υποδείγματα ως κακοήθειες, η μέθοδος που πέτυχε τα καλύτερα αποτελέσματα είναι τα 

Classification Trees. Τέτοια κριτήρια είναι η sensitivity και το Precision. Από την άλλη μεριά, 

κριτήρια που σαν βασική παράμετρο υπολογισμού χρησιμοποιούσαν το μέγεθος TN, δηλαδή το 

πλήθος των ασθενών με καλοήθεια που κατηγοριοποιήθηκαν ορθά από τα υποδείγματα ως 

καλοήθειες, η μέθοδος που πέτυχε τα καλύτερα αποτελέσματα είναι η Λογιστική 

Παλινδρόμηση. 

Επιπρόσθετα, θα πρέπει να ειπωθεί ότι ένας ακόμη σημαντικός παράγοντας που επηρεάζει την 

αποτελεσματικότητα των υποδειγμάτων είναι τα δεδομένα. Το είδος και το πλήθος των 

δεδομένων παίζουν καθοριστικό ρόλο, αφού πάνω σε αυτά γίνεται η εκπαίδευση του κάθε 

υποδείγματος. Στα δεδομένα που χρησιμοποιούνται σε αυτή την εργασία, τα οποία δεν είναι 

αρκετά σε πλήθος, παρατηρείται ότι οι τιμές αποτελεσματικότητας, των υποδειγμάτων των 

μεθόδων που εξετάζονται, δεν παρουσιάζουν σημαντικές αποκλίσεις. Αυτό παρατηρείται όχι 

μόνο στις τιμές κάθε υποδείγματος για ένα κριτήριο, αλλά και στο σύνολο των τιμών που 

επιτυγχάνονται για όλα τα κριτήρια. Ακόμη, το γεγονός ότι τα δεδομένα προέρχονται από τον 

κλάδο της Ιατρικής και δεν είναι πολύπλοκα, αφού η κατηγοριοποίηση γίνεται με βάση μόνο 

εννιά χαρακτηριστικά σε δύο μόνο κλάσεις, δικαιολογεί την επίτευξη τόσο καλών τιμών όσο 

αφορά την αποτελεσματικότητα των υποδειγμάτων. 

Τέλος, από την εξέταση των αποτελεσμάτων αυτής της εργασίας με τα αποτελέσματα που 

προέκυψαν από τις μελέτες που αναλύθηκαν στο κεφάλαιο 6, παρατηρείται ότι είναι πολλοί οι 

παράγοντες που καθορίζουν την αποτελεσματικότητα ενός υποδείγματος. Ενδεικτικά, σε αυτή 

την εργασία όπου τα υποδείγματα εφαρμόστηκαν σε μικρό πλήθος πραγματικών δεδομένων 

προερχόμενων από τον κλάδο της Ιατρικής, και λαμβάνοντας υπόψη ότι μερικά από τα πολλά 

κριτήρια που χρησιμοποιήθηκαν είναι ο Confusion Matrix, η καμπύλη ROC, η AUC δηλαδή το 

εμβαδό της περιοχής κάτω από την καμπύλη ROC, η Precision και η accuracy, 

αποτελεσματικότερη μέθοδος  αναδείχτηκε η μέθοδος της Λογιστικής Παλινδρόμησης. 

Αντίθετα, στην εργασία “ An Empirical Comparison of Supervised Learning Algorithms Using 
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Different Performance Metrics”, όπου χρησιμοποιήθηκαν λίγα σύνολα δεδομένων κάποια από 

τα οποία προέρχονται από τον Ιατρικό κλάδο, και λαμβάνοντας υπόψη ότι μερικά από τα 

κριτήρια αξιολόγησης είναι η accuracy, η Precision, το Recall, η καμπύλη ROC και το squared 

error, τα Random Forests είναι η μέθοδος με τη μεγαλύτερη απόδοση όσο αφορά την 

αποτελεσματικότητα. Επίσης, στην εργασία “Do we Need Hundreds of Classifiers to Solve Real 

World Classification Problems?”, όπου τα υποδείγματα εφαρμόστηκαν σε διάφορα σύνολα 

δεδομένων, αλλά και σε πραγματικά ιατρικά δεδομένα, και λαμβάνοντας υπόψη ότι τα κύρια 

κριτήρια που χρησιμοποιήθηκαν είναι η AUC, δηλαδή το εμβαδό της περιοχής κάτω από την 

καμπύλη ROC, και η accuracy προέκυψε πάλι ότι τα Random Forests είναι η αποτελεσματικότερη 

μέθοδος. Από την άλλη μεριά, στην εργασία “Prediction of dementia patients: a comparative 

approach using parametric vs. non parametric classifiers”, τα δεδομένα πάνω στα οποία 

εφαρμόστηκαν τα υποδείγματα είναι λίγα σε πλήθος και προέρχονται από τον κλάδο της 

Ιατρικής, και λαμβάνοντας υπόψη ότι τα κριτήρια για τη σύγκριση ήταν η accuracy, η specificity 

και η sensitivity, η πιο αποτελεσματική μέθοδος αναδείχτηκε η Linear Discriminant Analysis. 

Επομένως, συμπεραίνεται ότι κάθε έρευνα και μελέτη που αφορά τις μεθόδους ανάλυσης 

δεδομένων, διαφοροποιείται συνήθως των άλλων εξαιτίας διαφόρων παραγόντων μερικοί από 

τους οποίους είναι το πλήθος, η πολυπλοκότητα, το είδος και η φύση των δεδομένων, καθώς 

και τα κριτήρια που επιλέγονται για την αξιολόγηση και τη σύγκριση των υποδειγμάτων μεταξύ 

τους. 
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Παράρτημα  

 

Εικόνα 7.1: Τιμές των TPR και FPR για διάφορα σημεία της ROC καμπύλης που προκύπτει από το μοντέλο 

της Λογιστικής Παλινδρόμησης. 
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Εικόνα 7.2: Αντίστοιχα με την Εικόνα 7.1 για το μοντέλο της Linear Discriminant Analysis. 

 

 

Εικόνα 7.3: Αντίστοιχα με την Εικόνα 7.1 για το μοντέλο του Classification Tree. 
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Εικόνα 7.4: Αντίστοιχα με την Εικόνα 7.1 για το μοντέλο του Random Forest. 
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Εικόνα 7.5: Αντίστοιχα με την Εικόνα 7.1 για το μοντέλο του Support Vector Machine. 
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